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1 Markov链

1.1 引言

Markov链 (Markov Chain，又译马氏链、马尔可夫链)是含时的随机现象最简单的数学模型.在
简单的框架之下，我们得以对其行为做大量的分析.同时，它又具有丰富的应用.这使得 Markov链
成为随机过程的第一个，也是最重要的例子.事实上，随机过程论的整个数学研究都可以被视作关
于Markov链的理论的推广.

——Norris, Markov Chains

1.2 基础概念

Markov链是一个随机变量序列 {Xt}∞t=0. 包含如下概念：

• 状态空间 S：Xt所有可能值构成的集合，有限或者可数.

• 转移矩阵 P：下一时刻系统状态之间转移的概率：

P = (pij)i,j∈S，pij 是从 i状态转移到 j 状态的概率. 1

Markov性（Markov property）: 对任意时刻 t = 1, . . . , n和任意状态 j, k, j0, . . . , jt−1 ∈ S，要求如下
等式成立：

Pr(Xt+1 = j|Xt = k,Xt−1 = jt−1, . . . , X0 = j0) = Pr(Xt+1 = j|Xt = k) = pkj .

其意义为：在固定现在的情况下，未来与过去独立.例如，可以证明Markov性可以推导出下面
的性质：
在 Xn = i 的条件下，{Ym}∞m=0 := {Xm+n}∞m=0 是一个转移矩阵为 P 的 Markov 链，并且与

(X0, . . . , Xn−1)相互独立.
有时候我们也会考虑带初态的Markov链，即要求 X0服从分布 λ = (λs)s∈S .

1注：我们给出的定义是简化的Markov链，每个时刻之间的转移都是一样的转移矩阵，这样的Markov链被称为时齐的（time-homogeneous）
.
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图 1: 公平对赌马氏链图示

1.3 举例（公平对赌）

玩家 A和 B抛硬币来赌钱，A赌正面，B赌反面. 每一轮独立地抛硬币，正面朝上的概率和反
面朝上的概率相等，都是 1/2. 赢的一方给输的一方一块钱. A输 a块钱时破产，B 输 b块钱时破产.
我们记 Zi(i ≥ 1)是第 i轮 A的收入,则 Pr[Zi = 1] = Pr[Zi = −1] = 1/2. 记 X0 = 0是 A初始

的收入，Xn = X0 + Z1 + · · ·+ Zn是 A的累计收入. 那么，{Xn}n≥0是一个Markov链：

• 状态空间：S = {−a,−a+ 1, . . . , 0, 1, . . . , b}.

• 转移概率：对−a < i < b−1，pi,i+1 = pi+1,i = 1/2；p−a+1,−a = pb−1,b = 1/2，p−a,−a = pb,b = 1；
其他值为 0.

从这个例子，我们可以反驳一个常见的谬误：赌徒谬误.人们总是认为自己现在的“运气”和过
去相关，特别是过去运气差未来就会变好.
从这个例子出发，除了基础的性质之外，我们还想进一步了解这个模型的其他性质，例如，A

和 B分别输掉的概率，赌博结束的期望时间等等，这就首先需要考虑多步转移的概率，即从某一个
状态出发，走若干步之后落在各个状态的概率分布.
设 p

(k)
ij 表示从状态 i用 k步转移到状态 j 的概率，那么 k步转移概率形成了一个矩阵 P(k). 一

个比较显然的结果是 Kolmogorov-Chapman方程：

P(k+l) = P(k)P(l).

证明：由 Markov性、时齐性和全概率公式，p(k+l)
ij = Pr(Xk+l = j|X0 = i) =

∑
α Pr(Xk+l =

j,Xk = α|X0 = i) =
∑

α Pr(Xk = α|X0 = i) Pr(Xk+l = j|Xk = α) =
∑

α p
(k)
iα p

(l)
αj .

特例：前向方程（forward equation）：P(k+1) = P(k)P，后向方程（backward equation）：P(l+1) =

PP(l).
推论：P(k) = Pk. 若已知初始分布（列）向量为 λ，我们可以计算它随时间的演化：

λT, λTP, . . . , λTPn, . . .

1.4 遍历定理

现在我们考虑若干步之后 Markov链的概率分布：一个直觉是，上面的演化过程如果收敛到一
个分布 λ∗，那么需要满足 PTλ∗ = λ∗，即 λ∗为 (I −PT )x = 0的解，与初始状态无关.这就导出了
下面的遍历定理：

Theorem 1.1 (遍历定理，Ergodic theorem). Markov 链的状态空间为 S = {1, . . . , N}，转移矩阵为
P = (pij). 如果存在 n0，使得 minij p

(n0)
ij > 0（称为遍历性），那么存在分布 λ = (λ1, . . . , λN )使得

λi > 0,
∑
i

λi = 1, (1.1)
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并且对于每一个 j ∈ S 和任意 i ∈ S 都有

lim
n→∞

p
(n)
ij → λj . (1.2)

反之，如果存在满足 (1.1)和 (1.2)的 λ，则该 Markov链具有遍历性. 式 (1.1)的 λ满足

λT = λTP. (1.3)

条件 (1.1)表明每一个状态被访问到的概率都是正的，因此，遍历定理表明，遍历的 Markov链
最终趋向于一个混合均匀的状态.
满足条件 (1.3)的分布被称为平稳分布（stationary distribution）.

• 平稳分布为初始状态时，Markov链的演化与时间无关：(Xk, . . . , Xk+l)的联合分布不依赖于 k.

• 如果Markov链是遍历的，那么平稳分布是唯一的.

• 非遍历Markov链可能不存在平稳分布，也可能存在（唯一）平稳分布，例如，考虑P =

(
0 1

1 0

)
和 λ = (1/2, 1/2)T.

Remark 1.1. Markov链是概率论的核心模型之一，但是受到课程内容限制，不可能对Markov链过于
深入。关于Markov链更深入的讨论，例如，对遍历定理、停时、随机游走、连续时间Markov过程
（跳过程）等的讨论，可以参考章复熹老师的《应用随机过程》课程。
课程主页：https://www.math.pku.edu.cn/teachers/zhangfxi/homepage/slidesSPA.htm

Exercise 1.1.

1. 证明：如果 Markov链是遍历的，那么平稳分布是唯一的。

2. (Ehrenfest模型) Ehrenfest于 1906年在讨论统计力学的循环问题时提出了如下的试验设想: 设有
N 个分子分布在两个容器 A和 B 中. 在时刻 n随机地选取一个分子并把它从原来所在的容器
移到另一个容器中. 系统的状态用容器 A中的分子数目 Xn表示. 解答如下问题:

(1)证明: 马氏链 {Xn}∞n=1是非遍历的.

(2)计算马氏链 {Xn}∞n=1的平稳分布 π.

3. (赌徒模型的 Wald 等式) 假设甲乙两人参加公平对赌（每局独立以 1/2 概率赢或输), 甲最初
有 a 元，乙最初有 b 元 ( a, b 都是正整数), 每局双方各下注 1 元，赢家可以获得本局所有的
下注. 当其中一方赌资为 0 时赌博结束. 设 Xk 表示第 k 轮甲得到的钱. X0 = 0, 设 Sn =

X0 + · · · +Xn, τA = min {n ≥ 0 : Sn = −a}表示甲输光的时间, τB = min {n ≥ 0 : Sn = b}表
示乙输光的时间. τ = min {τA, τB}即为赌博结束的时间.

(1)证明：赌博以概率 1结束，即：Pr(τ < ∞) = 1. 提示：思考出现何种移动时赌博一定会结
束，然后证明这种移动以概率 1出现，从而推出：limN→∞ Pr τ ≥ N = 0.

(2)计算甲输的概率。提示：所求概率等价于 Pr (Sτ = −a | S0 = 0). 考虑 Pr (Sτ = −a | S0 = x)，
利用 Markov链的性质列出关于 x的递推公式，解得 x = 0的情形.

(3)计算赌博结束的期望时间。提示：同理，考虑 E (τ | S0 = x)，列出关于 x的递推公式，解
得 x = 0的情形.
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2 Markov奖励过程

2.1 引言

下面，我们对 Markov链做一些推广.注意到，在实际应用 Markov链的过程中，不同的状态可
能有不同的“价值”.例如，在上面的公平对赌游戏中，对玩家来说，自己赢得越多，这个状态就对
自己越有价值.因此，我们希望在 Markov链的状态上添加若干“奖励”，从而计算玩家需要的一些
信息，例如游戏结束时的期望收益等.

2.2 基本概念

一个Markov奖励过程（Markov reward process，MRP）是四元组 ⟨S,P,R, γ⟩：

• S 是一个有穷的状态集合.

• P 是一个状态转移矩阵，从 i转移到 j 的概率记为 Pi,j .

• R是一个奖励函数，Rs = E[Rt+1|St = s]：当 t时刻位于状态 s时下一时刻获得的奖励的期
望，Rt+1是下一阶段所处状态的奖励.（简单起见可以理解为任意时刻“停”在状态 s的奖励
是 Rs）

• γ 是一个折扣系数，γ ∈ [0, 1]，衡量未来的收益对玩家的价值.

注：条件数学期望 E[·|St = s]可以理解为条件在 {St = s}下定义的概率所求的期望.
MRP中，t时刻以后的总回报（Return）Gt定义为

Gt = Rt+1 + γRt+2 + · · · =
∞∑
k=0

γkRt+k+1.

γ ∈ [0, 1]衡量了未来下一时段的 1单元奖励在当前时刻的价值. 若 γ → 0，表示对奖励进行“短
视”的评估；反之更“远见”. 使用折扣系数是因为未来具有不确定性（风险），人们往往更重视即
时回报.
现在，我们可以计算玩家在Markov奖励过程中的收益：我们定义价值函数（value function）v(s)

表示从状态 s出发的期望回报
v(s) = E(Gt|St = s).

根据Markov性，这样定义的期望回报与出发的时刻无关（进行无穷轮），因此价值函数 v(s)衡量了
状态 s的长期效益.

2.3 Bellman方程

那么，如何计算价值函数 v(s)呢？注意到，价值与时间无关，因此一个基本想法是据此构造一
个递推式，称为 Bellman方程.
价值函数可以被分解为两部分：

• 即时回报 Rt+1

• 下一个状态开始的折扣价值 γv(St+1)
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据此，我们可以导出 Bellman方程：

v(s) = E(Gt|St = s)

= E(Rt+1 + γRt+2 + γ2Rt+3 + . . . |St = s)

= E(Rt+1 + γ(Rt+2 + γRt+3 + . . . )|St = s)

= E(Rt+1 + γGt+1|St = s)

= E(Rt+1 + γv(St+1)|St = s)

= Rs + γ
∑
s′∈S

Ps,s′v(s
′).

也可以将其简写为矩阵形式：
v = R+ γPv.

这里 v是列向量 v = (v(s))s∈S .
Bellman方程是一个线性方程，可以直接求解:

v = R+ γPv =⇒ (I − γP)v = R =⇒ v = (I − γP)−1R.

使用简单的矩阵求逆，n个状态的Markov链的计算复杂度为O(n3).因此，较小的MRP可以直
接求解，但较大的MRP开销太大，一般采用迭代算法，如：

• 动态规划（dynamic programming）

• Monte-Carlo评估（Monte-Carlo evaluation)

• 时序差分学习（temporal-difference learning）

Exercise 2.1.

1. 考虑下面的 Markov奖励过程：一名同学入学后是大一年级，每年有 1/2的概率留级，1/2的概
率进入下一年级.大学中共有四个年级，停留在第 i年级的奖励为 +i. 进入大四后，再进入下一
年级相当于毕业，毕业后不再获得奖励. 假设这名同学每年的折扣率是 γ, 0 < γ < 1，计算这
名同学在大学的期望收益.

3 Markov决策过程

3.1 引言

当然，为了建模人的行为，有时候只引入奖励是不够的，还要考虑人自身的主观能动性. 我们
希望智能体能够模仿人类，以某种局部最优的行为追求某个既定目标，如打游戏、下围棋等. 我们
为自己构建的类比就是Markov决策过程.
在我们的一生中，我们会采取许多行动来追求我们的梦想.其中一些会给我们带来丰厚的回报，

而另一些则不会.一路上，我们不断探索不同的路径，并试图找出哪种行动可能会带来更好的回报.
我们努力实现我们的梦想，利用我们根据我们的行动获得的反馈来改进我们的战略.

——Sayak Paul
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3.2 基本概念

Markov决策过程（Markov decision process, MDP）是一个定义了决策的 MRP.它可以看做一个
任意状态都具有Markov性的环境. 一个MDP是五元组 ⟨S,A,P,R, γ⟩.

• S 是一个有限的状态集合.

• A是一个有限的行动（action）集合.

• P 是状态转移概率矩阵，受到当前状态和行动的影响：

Pa
ss′ = Pr(St+1 = s′|St = s,At = a).

• R是一个奖励函数，Ra
s = E(Rt+1|St = s,At = a)，Rt+1是进行某一行动到达某一状态后的奖

励.

• γ 是一个折扣系数 γ ∈ [0, 1].

在MDP中，一个策略（policy）π是给定状态下行动的概率分布，给出采取各个行动的概率：

π(a|s) = Pr(At = a|St = s).

一个策略完全决定了一个智能体在 MDP环境中的行为. 同样地，根据 Markov性，策略与当前时刻
无关.
给定一个 MDP M = ⟨S,A,P,R, γ⟩和一个策略 π. ⟨S,Pπ⟩是一个Markov链. ⟨S,Pπ,Rπ, γ⟩是

一个MRP.其中：
Pπ

s,s′ = Ea∼π(·|s)(Pa
s,s′) =

∑
a∈A

π(a|s)Pa
s,s′ ,

Rπ
s = Ea∼π(·|s)(Ra

s) =
∑
a∈A

π(a|s)Ra
s .

因此，我们同样可以定义价值函数：在 MDP中，状态-价值函数 vπ(s)是从状态 s出发，遵从
策略 π的期望回报

vπ(s) = Eπ(Gt|St = s).

行动-价值函数 qπ(s, a)是从状态 s出发，采取行动 a，之后遵从策略 π的期望回报

qπ(s, a) = Eπ(Gt|St = s,At = a).

注意，以上定义都与时刻无关.

3.3 Bellman方程

同理，我们可以给出 Bellman方程：状态-价值函数可以被分解为即时回报加后续状态的折扣价
值：

vπ(s) = Eπ(Rt+1 + γvπ(St+1)|St = s).

行动-价值函数可以被类似地分解：

qπ(s, a) = Eπ(Rt+1 + γqπ(St+1, At+1)|St = s,At = a).
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二者之间的关系（全概率公式、一步转移概率）：

qπ(s, a) = Ra
s + γ

∑
s′∈S

P a
s,s′vπ(s

′).

vπ(s) = Ea∼π(·|s)(qπ(s, a)) =
∑
a∈A

π(a|s)qπ(s, a),

因此，我们得到MDP的 Bellman期望方程：

vπ(s) =
∑
a∈A

π(a|s)

(
Ra

s + γ
∑
s′∈S

Pa
s,s′vπ(s

′)

)
,

qπ(s, a) = Ra
s + γ

∑
s′∈S

Pa
s,s′

∑
a′∈A

π(a′|s′)qπ(s′, a′).

其矩阵形式为：
vπ = Rπ + γPπvπ = (I − γPπ)−1Rπ.

但是，Bellman方程现在只告诉我们对给定的策略如何求价值函数，并没有告诉我们怎么求出
最优的策略.为此，我们需要考虑什么策略下状态-价值函数达到最大.
定义 v⋆(s)是在状态 s时所有决策中最大的状态-价值函数

v⋆(s) = max
π
vπ(s).

定义 q⋆(s, a)是所有决策中最大的行动-价值函数

q⋆(s, a) = max
π
qπ(s, a).

那么，最优价值函数确定了MDP中的最佳可能收益.
问题在于，每个状态对应的最优策略可能不是同一个. 不过，MDP 的解的存在性定理保证了，

存在一个在每个状态上都最优的策略：

Theorem 3.1 (MDP解的存在性). 对任意 MDP，存在一个最优策略 π⋆使得 ∀π π⋆ ≥ π：

• 最优策略取得最优状态-价值函数：vπ⋆
(s) = v⋆(s).

• 最优策略取得最优行动-价值函数：qπ⋆
(s, a) = q⋆(s, a).

在价值函数 vπ 之外计算 qπ 是为了找到最优策略 π：对给定 s，选取 a⋆ = argmaxa q⋆(s, a)，令
π⋆(a⋆|s) = 1，且对 ∀a ̸= a⋆，π⋆(a|s) = 0.

容易证明 π⋆取得最优行动-价值函数：
由 vπ(s) = Ea∼π(·|s)(qπ(s, a)) ≤ Ea∼π(·|s)(q⋆(s, a)) ≤ q⋆(s, a⋆) = vπ⋆

(s)知 π⋆ 取得最优状态-价值
函数.
推论：对任意MDP，总存在一个非随机的最优决策. 如果我们知道 q⋆(s, a)，我们就能获得最优

决策.
根据这个性质，我们可以把上面的 Bellman期望方程化简为 Bellman最优性方程：

v⋆(s) = max
a
q⋆(s, a),
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q⋆(s, a) = Ra
s + γ

∑
s′∈S

Pa
s,s′v⋆(s

′),

v⋆(s) = max
a

{
Ra

s + γ
∑
s′∈S

Pa
s,s′v⋆(s

′)

}
,

q⋆(s, a) = Ra
s + γ

∑
s′∈S

Pa
s,s′ max

a′
q⋆(s

′, a′).

因此，要求最优策略，只需要求解 Bellman最优性方程.然而，该方程非线性，故不一定有解析
解.不过，我们可以求出其数值近似解.常用的算法有下列迭代算法：

• 价值迭代（value iteration）

• 策略迭代（policy iteration）

• Q-learning

• Sarsa

3.4 Q-learning

这一节，我们主要介绍 Bellman 最优性方程的 Q-learning 算法. 这个算法在 1989 年由 Chris
Watkins提出，形式非常简洁，而且可以证明其收敛性.

在考虑正式的 Q-learning算法前，我们先考虑更简单的价值迭代算法.由于内存限制，我们要
求所求MDP的状态和行动数量有限.
我们对所有状态和行动初始化一个行动-价值函数 q0(s, a)，一般就全部初始化为 0. 之后，在每

一轮迭代中，我们对每个 s, a的行动-价值函数更新如下：

qt+1 (s, a) =
∑
s′∈S

Pa
s,s′

[
Ra

s + γmax
a′

qt(s
′, a′)

]
.
注意到，这是一个确定性算法，我们证明其必然收敛到最优行动价值函数 q∗：
定义作用于函数族 Q : S ×A → R的算子 H：

(Hq)(s, a) =
∑
s′∈S

Pa
s,s′

[
Ra

s + γmax
a′

q(s′, a′)
]

注意到
∑

s′∈S Pa
s,s′ = 1，根据 Bellman最优性方程，我们有 Hq∗ = q∗. 而且，我们实际上有下面的

定理：

Theorem 3.2. 在无穷范数下H是一个收缩系数为 γ的收缩算子：即 ||Hq1 −Hq2||∞ ≤ γ||q1 − q2||∞.
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证明：注意到：

∥Hq1 −Hq2∥∞ =

= max
s,a

∣∣∣∣∣∑
s′∈S

Pa
s,s′

[
Ra

s + γmax
a′

q1(s
′, a′)−Ra

s − γmax
a′

q2(s
′, a′)

]∣∣∣∣∣ =
= max

s,a
γ

∣∣∣∣∣∑
s′∈S

Pa
s,s′

[
max
a′

q1(s
′, a′)−max

a′
q2(s

′, a′)
]∣∣∣∣∣ ≤

= max
s,a

γ
∑
s′∈S

Pa
s,s′

∣∣∣max
a′

q1(s
′, a′)−max

a′
q2(s

′, a′)
∣∣∣ ≤

= max
s,a

γ
∑
s′∈S

Pa
s,s′ max

s′,a′
|q1(s′, a′)− q2(s

′, a′)| =

= max
s,a

γ
∑
s′∈S

Pa
s,s′ ∥q1 − q2∥∞ =

= γ ∥q1 − q2∥∞ .

命题得证！
从而，迭代过程相当于计算函数 qt+1 = Hqt. 故有：

||qt+1 − q∗||∞ = ||Hqt − q∗||∞ = ||Hqt −Hq∗||∞ ≤ γ||qt − q∗||∞

因此，qt以指数速度趋向于 q∗，命题得证！
但是，这个算法的问题在于，强化学习的应用中行动和状态的空间可能非常大，而我们的每一

步迭代就要对所有的 s, a更新行动-价值函数，需要的计算量和内存是很大的.而且，就像现实中我
们很难看清楚事物的全貌，在第一次做出一个行为之前很难评估它的后果，在强化学习中，智能体
一般也只能得到在某个顶点 s采取某个行动 a的回报 Rt+1 和结果 s′，而很难得到整个状态空间和
行为结果的完全信息，如行动的期望回报 Ra

s 和状态转移矩阵 Pa
s,s′ . 所以，我们希望寻找一个逐渐

“探索”的算法，其在每一步更新时只能知道局部的信息，但最后却能找到全局的最优解.
现在，我们仍初始化一个行动-价值函数 q0(s, a)（例如初始化为 0）. 但是，我们每步只更新一

个 s, a的 q值.随机选择一个满足 π(a|s) > 0, ∀s, a的策略 π（保证以非零概率探索所有可能行动）.
现在，假设我们是使用这个策略的智能体.假设在时刻 t，我们位于 st，用策略 π 产生的行动是 at，
做行动 at后达到的状态是 st+1，获得的收益是 Rt+1. 那么我们如下更新行动-价值函数 a：

qt+1 (st, at) = qt(st, at) + αt(st, at)
[
Rt+1 + γmax

a′
qt(st+1, a

′)− qt(st, at)
]
.

算法中，第一项 qt(st, at) 表示过往经验，第二项则表示从相邻节点新学习到的信息. 因此，参数
αt(s, a)称为学习率.
这里，我们提供一个 Q-learning收敛的直觉：虽然我们的迭代方程与 Bellman方程差异很大，但

是，实际上每一步都是对 Bellman方程的一个无偏估计（期望等于 Bellman方程）.注意到：根据定
义，有：

E[Rt|st, at] = Rat
st
, E[max

a′
qt(st+1, a

′)|st, at] =
∑
s′∈S

Pat

st,s′
max
a′

qt(s
′, a′)

下面我们证明：如果学习率满足：对任意 s, a，∑
t

αt(s, a) = ∞
∑
t

α2
t (s, a) <∞,
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那么随机算法 Q-learning以概率 1收敛到 Bellman方程的解.
引理：(证明见 [1])

∆t+1(x) = (1− αt(x))∆t(x) + αt(x)Ft(x)

满足下列假设时概率 1收敛到零.

• 0 ≤ αt ≤ 1,
∑

t αt(x) = ∞,
∑

t α
2
t (x) <∞;

• ∥E [Ft(x) | Ft]∥W ≤ γ ∥∆t∥W , γ < 1;（这里 Ft是指 t步之前的历史信息，W是任意度量）

• 存在 C > 0，使得 Var [Ft(x) | Ft] ≤ C
(
1 + ∥∆t∥2W

)
下面证明 Q-learning的收敛性：首先将迭代公式重写为：

qt+1 (st, at) = (1− αt(st, at))qt(st, at) + αt(st, at)
[
Rt+1 + γmax

a′
qt(st+1, a

′)
]

仍记最优行动价值函数为 q∗(s, a)，在两边同时减去 q∗(st, at)，定义∆t(s, a) = qt(s, a)− q∗(s, a)，则
有：

∆t+1(st, at) = (1− αt(st, at))∆t(st, at) + αt(st, at)
[
Rt+1 + γmax

a′
qt(st, a

′)− q∗(st, at)
]

=≜ (1− αt(st, at))∆t(st, at) + αt(st, at)Ft(st, at)

根据上面的无偏估计的推导，借用简单价值迭代中定义的算子 H，有

E[Ft(s, a)|s, a] =
∑
s′∈S

P a
s,s′

[
Ra

s + γmax
a′

qt(s
′, a′)− q∗(s, a)

]
= (Hqt)(s, a)− q∗(s, a) = (Hqt)(s, a)− (Hq∗)(s, a)

从而，||E [Ft(x) | Ft] ||∞ ≤ γ||qt − q∗||∞ = γ||∆t||∞.
最后，把上面求出的期望代入，即可求出 Ft的方差：

Var [Ft(s, a) | Ft] =E
[(

Rt+1 + γmax
a′

qt(s, a
′)− q∗(s, a)− (Hqt)(s, a) + q∗(s, a)

)2]
=Var

[
Rt+1 + γmax

a′
qt(s, a

′)|Ft

]
注意到在有限 MDP 中 R 有界，而 |maxa′ qt(s, a) − q∗(s, a)| ≤ ||∆t||∞，从而存在常数 C，使得
Var [Ft(s, a) | Ft] ≤ C(1 + ||∆t||2∞).

综上，使用引理，命题得证！

Exercise 3.1.

1. 一个同学有两种状态，躺平和学习. 在躺平状态下，他有两个行动，一个是继续躺平，仍然保
持在躺平状态，奖励 +0，另一个是开始学习，奖励-1，但不一定能成功，有 1/2的概率保持在
躺平状态，有 1/2的概率进入学习状态；在进入学习状态后他只有继续学习一个行动，奖励 +1.

假设同学的折扣率是 γ ∈ (0, 1).

(1)分类讨论何时同学在躺平状态下的最优策略是继续躺平，进而利用 Bellman方程直接计算
γ 在不同条件下同学的最优策略 π∗和两个状态的价值 v.

(2)模拟价值迭代算法的过程，初始行动-价值函数为 0，计算 q∗，进而计算 γ 在不同条件下同
学的最优策略和两个状态的价值（详细写出模拟过程）.
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4 预测论

4.1 引言

在MDP和强化学习中，智能体需要依靠自己的探索来获取信息，进而计算自己的最佳决策。但
是，日常生活中，我们往往可以从外界获得某些（不一定正确的）信息，然后依据这些信息去做出
决策。这就是不完全信息人类决策的另一个模型，即预测论。

4.2 基本概念

预测论试图通过对某个序列的结果进行预测。亦即：对于在时刻 t = 1, 2, ... 不断生成的序列
{yt}nt=1，在每个时刻 t，预测者要基于之前的观察 {y1, ..., yt−1}和某些信息来预测 {yt}，并试图达
到最大的正确率。
预测论听起来很像统计学。但是，统计学往往假设 {yt}产生自一个固定的分布族 F，并且希望

通过若干统计量（如样本期望，样本方差等）来确定数据具体来源于哪个分布。与其不同，预测论
不对序列 {yt}做任何假设，而是假设存在若干个“专家”，他们在每个时刻会提出各自的建议。预
测者的目的是基于这些建议做出最正确的预测。我们通过下面的例子展示预测论的一些基本概念和
思想：

Example 4.1. 假设预测者需要预测一个序列 {yt}∞t=1, yt ∈ {0, 1}。从时刻 1开始，在每个时刻 t，N
个专家会分别给他一个建议 ft,i, i = 1, . . . , N，他需要基于这些建议给出一个预测 p̂t ∈ {0, 1}。做出
预测后，他会被告知 yt 的真实值。他的目的是给出某个决策程序，使得自己犯错的总次数尽可能
小。考虑下面的两种情况：
（1）若已知至少有一名专家的预测是一定正确的，给出一个犯错总次数有限的决策程序。
（2）若已知存在一名专家，在前m次的预测中保证至多犯 km次错，k为某个小于 1的常数，给出
一个在前m次犯错总比例仅与 k相关的决策程序。

证明.（1）一个很自然的想法是维护一个“可信专家集”，并且决策仅依赖他们的建议，例如，在他
们的建议里面随机选择一个采纳。一开始，这个集合包含所有的专家，但是某个专家一旦犯错就将
他移出这个集合。这样，就能保证这位预测一定正确的专家总是留在可信集内。采用这种策略，可
以得到一个自然的错误上界 N − 1：因为预测者每次犯错就意味着至少有一个专家变得不可信，而
一开始 N个专家都可信，最终至少还剩一个专家，所以犯错次数至多为 N − 1。
但是，我们其实可以稍微改进一下决策过程，以大幅降低犯错误的次数。我们考虑“少数服从

多数”的原则，每次从可信专家集的建议中采纳出现次数较多的建议。这样，我们一旦犯错，则至
少有一半的专家都变得不可信。从而，犯错的次数至多是 ⌊log2N⌋+ 1次。
（2）由于我们现在无法保证一定有一个专家是正确的了，所以不能再采用之前一旦错误就不信

任的方法。考虑对 N 个专家各自维护一个权重 wi，并且专家若犯错一次，则将其权重更新为 βwi

（β < 1），即减少他的策略的权重。（1）中的方法正是 β = 0的特殊情形。
我们构造的策略是：在第一步时对所有专家都赋予权重 1，之后每一轮将上一次预测错误的专

家的权重更新为 βwi。在做决策时，我们比较所有给出预测 1的专家的总权重和给出所有预测为 0
的专家的总权重，哪个总权重更高，我们就使用哪个预测。这样，我们可以保证，我们一旦犯错，那
么至少有占据一半权重的专家犯错。
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因此，假设我们在前m次中总共犯了m∗ 次错，那么，每次犯错会导致总权重从W 至少减少
到W/2 + βW/2，而一开始的总权重为 N，那么最终的总权重至多为：(

1 + β

2

)m∗

N

但是，根据条件，至少有一名专家，他至多会犯 km次错，故权重至多会被减少 km次，故他的权
重至少是 βkm. 综合以上两个式子，有：

βkm ≤
(
1+β
2

)m∗

N

解得：m∗

m
≤
⌊

log2 N

m log2
2

1+β

+ k
log2(1/β)
log2

2
1+β

⌋
从而得到了一个错误比例仅与 k 有关的决策。特别的，当决策总次数 m → ∞时，该比例趋近于
k log(1/β)

log(2/(1+β))
，β → 1时取到最小值 2k. 而且，即使是m比较小的情况，我们的决策也能保证受到专

家总数量 N 的影响很小。

从这个例子里，我们可以看到很多决策论的基本思想，例如，为不同的建议加权，总是选择能
够引入最多信息的决策等等。下面，我们给出专家建议决策的一个正式的数学模型。这个模型和
上面例子的区别主要是引入了损失函数。因为，在决策空间比 {0, 1}更大的情况下，不再能够使用
“对/错”简单地描述决策的结果。

Definition 4.1. 专家建议决策：
参数：决策空间 D，D是凸向量空间，结果空间 Y，损失函数 l : D × Y → R，专家集合 E.
对于每一轮 t = 1, 2, ...:
（1）专家们提供建议 {fe,t ∈ D : i ∈ E}.
（2）预测者选择预测 p̂t ∈ D.
（3）环境揭示结果 yt ∈ Y .

pt, yt)，每个专家 e遭受损失 l(fe,t, yt).

玩家的累积损失：ˆ

（4）预测者遭受损失 l( ˆ

从而可以定义：
Ln ≜

∑n
t=1 l (p̂t, yt).

专家 e的累积损失：Le,n ≜
∑n

t=1 l (fe,t, yt)

预测者的目标：
最小化自己的累积损失和每个专家 e的累积损失之差，即没有遵守专家的建议导致的损失，称

为后悔 (regret)，即：
Minimize: Re,n ≜ L̂n − Le,n

定义第 t轮中对专家 e的后悔为 re,t = l (p̂t, yt)− l (fe,t, yt).

那么，将上面例题的思想略作推广，就可以得到在关于专家建议决策问题的一个决策机制：
我们只考虑专家总数有限的情况，因此不妨设共 N 个专家，编号为 1, 2, . . . , N。在时刻 t，假

设这些专家的后悔分别为 R1,t, . . . , RN,t。根据定义，一个专家的后悔值越高，说明他的建议越本该
被采纳。仿照上面的思想，我们希望构造关于后悔值的非负权重函数 w，使得后悔值越高，权重就
越大。这样，在第 t轮时，这些专家的权重分别为 (w(R1,t, . . . , RN,t))，因此预测者在这一轮的预测
应该为：

p̂t =

∑N
i=1 w(Ri,t−1)fi,t∑N
j=1 w(Rj,t−1)
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Lemma 4.1. 如果损失函数 l对于第一个参数是凸的，那么：

sup
yt∈Y

N∑
i=1

ri,tw (Ri,t−1) ≤ 0

证明. 使用 Jensen不等式，有：

l
(∑N

i=1 w(Ri,t−1)fi,t∑N
j=1 w(Rj,t−1)

, y
)
≤

∑N
i=1 w(Ri,t−1)l(fi,t,y)∑N

j=1 w(Rj,t−1)

即：

l(p̂t, y∑) =N
i=1 w (Ri,t−1) (l (p̂t, y)− l (fi,t, y)) =

∑N
i=1 w (Ri,t−1) ri,t ≤ 0

这个引理的给出了这种加权结构的一个优良性质，即：不论序列中下一个出现的元素是什么，
采用加权方法给出的新策略都能保证这一轮中所有的后悔值的加权和的上界为 0。而且，更重要的
是，这种形式和方向导数很接近。我们下面说明：通过构造特定势函数，那么这种结构可以进一步
转换为更加有利于分析的形式。
将时刻 t对所有专家的后悔值记为一个向量 rt = (r1,t, . . . , rN,t)，该向量在时间 t上的累积为

Rt =
∑t

j=1 rj，那么，定义关于 n维向量 u的势函数 Φ(u) = ψ
(∑N

i=1 ϕ(ui)
)
，如果我们取 w = ϕ′，

则：

∇Φ(u) = ((ψ′(
N∑
i=1

ϕ(ui))ϕ
′(u1), . . . , (ψ

′(
N∑
i=1

ϕ(ui))ϕ
′(uN ))

从而，上面引理的等价形式为：supyt∈Y

∑N
i=1 rt · ∇Φ(Rt−1) ≤ 0.（Blackwell条件）

为了保证现在的权重函数 ϕ′满足一开始的三个条件，即：非负、单调递增，我们需要 ϕ是非负
单调递增的凸函数。
根据方向导数小于等于 0的条件，利用泰勒展开，我们立即得到：

Φ(Rt) =Φ (Rt−1 + rt)

=Φ (Rt−1) +∇Φ(Rt−1) · rt +
1

2

N∑
i=1

N∑
j=1

∂2Φ

∂ui∂uj

∣∣∣∣∣
ξ

ri,trj,t ≤ Φ(Rt−1) +
1

2

N∑
i=1

N∑
j=1

∂2Φ

∂ui∂uj

∣∣∣∣∣
ξ

ri,trj,t

我们对余项进行估计：

N∑
i=1

N∑
j=1

∂2Φ

∂ui∂uj

∣∣∣∣∣
ξ

ri,trj,t

= ψ′′

(
N∑
i=1

ϕ (ξi)

)
N∑
i=1

N∑
j=1

ϕ′ (ξi)ϕ
′ (ξj) ri,trj,t

+ ψ′

(
N∑
i=1

ϕ (ξi)

)
N∑
i=1

ϕ′′ (ξi) r
2
i,t

= ψ′′

(
N∑
i=1

ϕ (ξi)

)(
N∑
i=1

ϕ′ (ξi) ri,t

)2

+ ψ′

(
N∑
i=1

ϕ (ξi)

)
N∑
i=1

ϕ′′ (ξi) r
2
i,t

≤ ψ′

(
N∑
i=1

ϕ (ξi)

)
N∑
i=1

ϕ′′ (ξi) r
2
i,t (假设 ψ是凹函数)

迭代地使用这个结果，即可得到定理：
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Theorem 4.1. 若 ψ 为二阶可导凹函数，ϕ 为非负单调递增的二阶可导凸函数，则其定义的函数
Φ(u) = ψ

(∑N
i=1 ϕ(ui)

)
使得：

Φ(Rt) ≤ Φ(0) + 1
2

∑t
j=1 C(rj)

其中，C (rt) = supu∈RN ψ′
(∑N

i=1 ϕ (ui)
)∑N

i=1 ϕ
′′ (ui) r

2
i,t

使用这个定理，我们可以对许多不同类型的加权函数进行分析，如使用 p-范数加权，指数加权
等。这里我们给出指数加权的分析。
注意到：ln(x)/λ是二阶可导凹函数，而 eλx是非负单调递增的二阶可导凸函数，我们可以给

出一个满足上面定理条件的势函数

Φη(u) = 1
η
ln
(∑N

i=1 e
ηui

)
从而，有 wi,t−1 = ∇Φη (Rt−1)i =

eηRi,t−1∑N
j=1 eηRj,t−1

，预测者的预测为：

p̂t =

∑N
i=1 exp

(
η
(
L̂t−1 − Li,t−1

))
fi,t∑N

j=1 exp
(
η
(
L̂t−1 − Lj,t−1

)) =

∑N
i=1 e

−ηLi,t−1fi,t∑N
j=1 e

−ηLj,t−1

从而，权重函数可以化简为 wi,t−1 = e−ηLi,t−1 .
这表明指数加权方法有着非常好的性质。一方面，预测者的预测仅与各个专家的总后悔值有

关，和预测者自己的后悔值无关；另一方面，两轮之间权重的变化更新非常容易，因为根据定义，
Li,t = Li,t−1 + ri,t，因此，在新的轮次中，我们只需要将每个专家的权重更新为原来权重和 e−ηri,t

的乘积。
下面我们用上面的估计定理对玩家的累计后悔值给出一个上界：

Corollary 4.1. 指数加权上界：
假设损失函数关于第一个参数凸，并且取值范围为 [0, 1]，则对任意 n和 η > 0：

L̂n − min
i=1,...,N

Li,n ≤ lnN
η

+
nη

2

证明. 代入 ϕ(x) = eηx, ψ(x) = (1/η) lnx，有：

ψ′

(
N∑
i=1

ϕ (ui)

)
N∑
i=1

ϕ′′ (ui) r
2
i,t ≤ η max

i=1,...,N
r2i,t ≤ η.

从而，C (rt) ≤ η，则

max
i=1,...,N

Ri,n ≤ Φη (Rn) ≤
lnN
η

+
nη

2

其中第一个不等式是由于琴生不等式：ϕη(Rn) =
ln(

∑N
i=1 eηRi,n )

η
≥

∑N
i=1 ηRi,n

η

Remark 4.1. 同样，对于预测论的讨论也不止于此。本节讲义主要参考了 N Cesa-Bianchi, G Lugosi的
《Prediction, Learning, and Games》第一章，有兴趣的同学可以深入阅读.

Exercise 4.1.
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1. 利用定理 2.2证明以下结论：如果损失函数对一个参数凸，且取值范围为 [0, 1]，选取势函数

Φ(u) = ||u+||2p ≜
( ∑

ui>0,1≤i≤N

(ui)
p

)2/p

，则
L̂n −min

i
Li,n ≤

√
n(p− 1)N2/p

2. 为了展示势函数的作用，定理 2.2的证明思路和例题并不相同。事实上，用例题的证明思路，
定义Wt =

∑N
i=1wi,t，利用 Wn

W0
的上下界，可以证明定理 2.2的强化版本。按照如下提示，给

出证明：
（1）证明：

lnWn

W0

≥ −η min
i=1,...,N

Li,n − lnN.

（2）利用 Hoeffding不等式：对任意随机变量 X 取值范围 [a, b]，lnE
[
esX
]
≤ sEX + s2(b−a)2

8

，证明 ln Wt

Wt−1
≤ −ηℓ (p̂t, yt) + η2

8

（3）结合以上两式，可得：L̂n −mini=1,...,N Li,n ≤ lnN
η

+ nη
8
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