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摘要

摘要

半定规划问题是由线性规划推广而来的一类重要的凸优化问题,在组合优化、控制、通信、统
计、机器学习等应用领域都有重要的应用. 本文首先介绍了半定规划问题相关的基本概念,如矩阵
运算、近似理论、对偶理论等，随后总结了历史上提出的各种算法的分类, 介绍了在理论、应用、
未来发展等方面具有重要作用的四个多项式近似算法,即椭球法,内点法,乘法加权更新法和近似条
件梯度增广拉格朗日算法. 接下来,本文重点介绍了半定规划在组合优化问题中的应用,包括不同类
型问题的松弛方法,舍入技巧等,同时也简单列举了半定规划问题在其它领域的应用和参考资料. 最
后,本文对半定规划算法的未来发展做了展望.

关键词：半定规划,凸规划,组合最优化,算法
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ABSTRACT

Semidefinite Programming: Algorithms and Applications in
Combinatorial Optimization

Dongchen Li (Information and Computing Sciences)
Directed by Sihong Shao

ABSTRACT

Semidefinite Programming (SDP) is an essential class of problems in convex optimiza-
tion. It enjoys great importance in different applications, such as combinatorial optimization,
control, communication, statistics and machine learning. Firstly, we introduce basic concepts
about SDP, such as matrix operations, approximation theory and theory of duality. Secondly,
we introduce four algorithms that play important roles in the theory, application and further de-
velopments of SDP chronologically. They are the ellipsoid method, the interior point method,
the multiplicative weight update method and the sketchyCGAL algorithm. Then, we list sev-
eral applications of SDP. The focus is mainly on combinatorial optimization. We detail the
formulation of SDP relaxation for different problems and rounding skills. We also list some
references for other applications. Finally, we state further possible development for SDP algo-
rithms.

KEY WORDS: Semidefinite Programming, Convex Programming, Combinatorial Optimiza-
tion, Algorithm
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第一章 引言

第一章 引言

1.1 半定规划历史简介

半定规划问题是著名的线性规划问题的推广,也是最常见的凸优化问题之一. 对半
定规划问题的深入研究从 20世纪 80年代开始, 其早期发展是与线性规划紧密相关的.
Khachiyan[1]在 1979年基于椭球法给出了线性规划的第一个多项式时间算法,紧随其后,
Grötschel, Lovász 和 Schrijver[2]在 1981 年也基于椭球法给出了半定规划问题的第一个
多项式时间近似算法. 基于椭球法的算法尽管是多项式时间的,但效率太低,并不实用.
1984年, Karmarkar提出了线性规划的内点算法,也是线性规划的第一个比较实用的多
项式时间算法. 随后, Alizadeh[3], Kamath和 Karmarkar[4-5]等人在 1992年左右给出了半
定规划问题的第一个多项式时间内点算法,同样非常实用.

在实用算法出现后,半定规划问题的理论和应用研究开始蓬勃发展,其应用主要集
中在组合最优化问题、系统设计和控制论中. 1995 年左右, 半定规划问题的研究进入
了高峰,大量的结果涌现出来,包括半定规划问题最著名的应用 GW算法（Goemans和
Williamson[6]）以及若干不同结构,效率更高的内点算法.

在 20世纪初期后,半定规划问题的研究进展逐渐减缓. 这一趋势的原因在于,半定
规划主要用于对相对困难的问题进行松弛, 以获得原问题的近似解. 然而, 这种松弛的
代价是将问题的规模从 𝑂 (𝑛) 扩展到 𝑂 (𝑛2)，导致求解过程的复杂度很高, 在大规模问
题上应用困难. 随着越来越多基于迭代法和启发式方法的,基本不改变问题规模的高效
算法的提出，半定规划松弛的应用变得更加有限.

2010年以来,半定规划问题的研究再次受到广泛关注. 机器学习的浪潮带来了大量
新的半定规划问题,例如最小二乘问题,主成分分析等. 因此,许多机器学习中常见的方
法,如低秩近似[7],正交分解, Nyström方法[8]等,也被引入到半定规划问题中,人们提出
了很多新的高效近似半定规划算法,在应用中取得了良好效果,半定规划也逐渐重新引
发应用领域的关注.

1.2 论文结构

在第二章中, 我们介绍与半定规划问题相关的一些基础知识, 如半正定矩阵, 对偶
理论等.

在第三章中,为了讨论半定规划问题算法的发展规律,我们按照历史上发现的顺序
介绍半定规划问题的几个著名算法,如椭球法（1981）、内点法（1992）、乘法加权更新
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算法（2007）和近期的近似条件梯度增广拉格朗日算法（2019）等,并且同时穿插同类
算法设计的通用思想,以指导后面的进一步研究.
在第四章中,我们讨论半定规划问题在组合最优化问题中的一些典型应用. 受限于

篇幅和兴趣, 我们无法讨论半定规划问题的全部应用, 但是会简单介绍其它应用, 并给
出若干参考资料.
在第五章中,我们总结本文内容,并提出对半定规划问题未来的若干展望.

2



第二章 基础知识

第二章 基础知识

2.1 数学字符对照表

A 矩阵

b 向量

bi 第 i个向量

𝑏𝑖 向量 b的第 i个分量

f 向量值函数

𝑓 实值函数

x ≥ y 对任意分量 i, 𝑥𝑖 ≥ 𝑦𝑖
c𝑛 长度为 n的全 𝑐向量

· 向量内积

• 矩阵内积(2.2.1)

Tr 迹函数

rank 矩阵的秩
⊤ 转置

Diag(x) 以向量 x为对角线的矩阵

diag(X) 取矩阵 X的对角线上的向量

⪰ 矩阵上的矩阵上的 Löwner序(2.2.4)

∥·∥ 向量范数和矩阵范数(2.2.3)

[𝑚] 集合{1, 2, · · ·𝑚}

∇ 函数的梯度

∇2 函数的 Hessian矩阵

E 数学期望

3
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2.2 线性代数

2.2.1 矩阵内积

一个矩阵 A ∈ R𝑚×𝑛 称为 (𝑛阶)方阵,如果 𝑚 = 𝑛. 对于方阵 A ∈ R𝑛×𝑛,定义其迹为
Tr(A) =

∑𝑛
𝑖=1 𝐴𝑖𝑖, 即矩阵的对角元素之和. 进一步, 定义矩阵内积 A • B ≜ Tr ATB =∑𝑛

𝑖, 𝑗=1 𝐴𝑖 𝑗𝐵𝑖 𝑗 (有些文献中也记做 ⟨A,B⟩). 由于矩阵内积相当于把矩阵按列展开为向
量做内积, 因此容易验证其确实是一种内积. 容易验证迹算子满足交换律, 即 Tr AB =

Tr BA,且 Tr A = Tr A⊤.

2.2.2 矩阵的标准分解与半正定性

定义方阵 A对称,如果 A = A⊤. R𝑛×𝑛 中的所有对称矩阵的集合记为 S𝑛. 定义方阵
A正交,如果 A⊤A = I. 特别地,取其列向量为 a1, ..., an,则其两两正交,构成 R𝑛 的一组
正交基.

定义 2.2.1. 矩阵的对角化
任意方阵 A ∈ R𝑛×𝑛都可以分解为 PDQ−1的形式,其中 P,Q是可逆矩阵,

D = Diag(𝜆1, ..., 𝜆𝑛) 是由矩阵 A的特征值 𝜆1 ≥ ... ≥ 𝜆𝑛 构成的对角矩阵,该分解也称为
矩阵的谱分解.

定义 2.2.2. 对称矩阵的对角化
任意对称矩阵 A ∈ S𝑛 可以进一步分解为 P Diag(𝜆1, ..., 𝜆n)P⊤ 的形式,其中 P为正

交矩阵, 𝜆1 ≥ ... ≥ 𝜆𝑛 为矩阵 A的特征值,之后为了对不同矩阵的特征值做区分,也记作
𝜆𝑖 (A).

推论 2.2.1. 对于矩阵 A ∈ S𝑛, Tr A = Tr PQP⊤ = Tr PP⊤Q = Tr Q = 𝜆1 + ... + 𝜆𝑛.

定义 2.2.3. 半正定 (semidefinite)

定义一个矩阵 A半正定,若其满足以下任意 (相互等价的)条件.

• 其所有特征值都大于等于 0,或 𝜆𝑛 ≥ 0.
• 对任意向量 x ∈ R𝑛, x⊤Ax ≥ 0.
• 存在矩阵 C ∈ R𝑛×𝑛, A = C⊤C.

定义 2.2.4. Löwner序

对任意方阵 A,B ∈ R𝑛×𝑛,定义 A ⪰ B当且仅当 A − B半正定. 该方阵上的二元关系
称为 Löwner序. 特别地,若 A是半正定的,则记 A ⪰ 0. 可以证明,这是一个偏序关系.

所有 n维对称半正定矩阵的集合记为 S𝑛+. 半正定矩阵是本文的主要研究对象.

4
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2.2.3 向量范数和矩阵范数

定义 2.2.5. 范数

在线性空间 𝐸 上,满足下列性质的实值函数 | | · | |称为范数.

对任意 x, y ∈ 𝐸, 𝛼 ∈ R:

∥x∥ ≥ 0, ∥x∥ = 0⇔ x = 0,

∥𝛼x∥ = |𝛼 |∥x∥,

∥x + y∥ ≤ ∥x∥ + ∥y∥.

根据内积的定义,线性空间上的任意内积 ·都诱导出一个满足 | |x| | =
√

x · x,∀𝑥 ∈ 𝐸
的范数 | | · | |,

特别地, 定义在向量空间上的范数称为向量范数.常见的向量范数为 𝑝-范数, 记作
| | · | |𝑝,即 | |x| |𝑝 = (𝑥 𝑝1 + · · · + 𝑥

𝑝
𝑛 )1/𝑝. 根据该定义,向量内积诱导的范数称为二范数,记为

| |x| |2 =
√

x · x,由于是最常用的范数,因此也简记为 | |x| |.

定义在矩阵空间上的范数称为矩阵范数.同样地,之前定义的矩阵内积诱导的范数
称为 Frobenius范数,即 | |A| |𝐹 =

√
A • A =

√
Tr(A⊤A).

向量范数可以诱导出矩阵范数.假设已有向量范数 | | · | |,那么对任意 A ∈ R𝑛×𝑚,定
义矩阵范数 | |A| | = max | |x | |=1 | |Ax| |. 根据定义可以验证其确实是一个矩阵范数. 因此,
𝑝-向量范数可以诱导 𝑝-矩阵范数. 特别地, 2-向量范数诱导的 2-矩阵范数满足 | |A| |2 =

max | |x | |2=1 | |Ax| |2 =
√
𝜆1(A⊤A). 由于与特征值相关,该范数也称为谱范数.

2.2.4 矩阵的奇异值分解,低秩近似,广义逆

矩阵的奇异值分解 (SVD)可以视作矩阵对角化的推广. 对于 𝑚 × 𝑛矩阵 A, A可以
分解为 P𝚺Q⊤的形式,其中 P,Q为 𝑚 × 𝑚, 𝑛 × 𝑛维正交矩阵, 𝚺为 𝑚 × 𝑛维对角矩阵 (只
有 Σ𝑖𝑖, 𝑖 ∈ [min{𝑚, 𝑛}] 非零).

此时, 有 AA⊤ = P𝚺Q⊤Q𝚺⊤P⊤ = P ∧1 P⊤, 同理有 A⊤A = Q ∧2 Q⊤. 这两个式子恰好
是这两个对称矩阵 AA⊤,A⊤A的正交分解. 因此, P的列向量是 AA⊤ 的特征向量,称为
右奇异向量, Q⊤的行向量是 A⊤A的特征向量,称为左奇异向量. Σ的对角线上的元素称
为奇异值.

注意到, 𝚺𝚺T = ∧1 是半正定矩阵 𝐴𝐴𝑇 的特征矩阵, 因此奇异值的平方与 𝐴𝐴𝑇 的

特征值是一一对应的, 我们约定奇异值都非负. 同时, 不妨设 𝚺 的奇异值从大到小排

列. 矩阵 A 的秩为 𝑟 当且仅当其有 𝑟 个奇异值非零, 因此我们不妨将非零奇异值记为

5
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𝜎1 ≥ 𝜎2 ≥ ... ≥ 𝜎𝑟 ,矩阵 𝚺可以分块为
Diag(𝜎1, · · · , 𝜎𝑟 ) 0r×(n−r)

0(m−r)×r 0(m−r)×(n−r)

 .
注意到, A = P𝚺Q⊤ =

∑min{𝑚,𝑛}
𝑖=1 𝜎𝑖piq⊤i =

∑𝑟
𝑖=1 𝜎𝑖piq⊤i ,因此,对于秩为 r的矩阵 A,其

奇异值分解 P𝚺Q⊤的大小实际上只需要是 𝑚 × 𝑟, 𝑟 × 𝑟, 𝑟 × 𝑛维的.

不过,完全计算一个矩阵的奇异值分解的时间复杂度很高,为 𝑂 (𝑚𝑛(𝑚 + 𝑛)). 因此,
在实际应用中为了保证效率,一般只求一部分奇异值分解,例如只求最大的奇异值.

利用奇异值分解, 我们可以给出矩阵的低秩近似. Eckart-Young-Mirsky 定理表明,
这样构造的低秩近似在某种意义下是最优的.

定义 2.2.6. 低秩近似
定义矩阵 A的秩 𝑘 近似 (𝑘 < 𝑟)为 Ak =

∑𝑘
𝑖=1 𝜎𝑖piq⊤i ,显然其秩为 𝑘 .

定理 2.2.1. (Eckart-Young-Mirsky定理, 1936)

在矩阵的谱范数 | | · | |2 和 Frobenius范数 | | · | |𝐹 下, A𝑘 是和矩阵 A距离最近的秩 𝑘

矩阵.

对于非奇异方阵 X,我们可以定义逆矩阵 X−1,其满足 X−1X = XX−1 = I. 其它的矩
阵则不能定义满足这样性质的矩阵. 但是, 参考逆矩阵的形式, 我们可以定义广义逆矩
阵. 注意到,非奇异方阵 X可以做对角化分解 P Diag(𝜆1, · · · , 𝜆𝑛)Q−1,而其非奇异当且仅
当 𝜆1, · · · , 𝜆𝑛均非零.此时,其逆矩阵可以表示为 Q Diag(𝜆−1

1 , · · · , 𝜆−1
𝑛 )P−1. 因此,一个自

然的想法是不对值为 0的特征值取逆,并且把对角化分解更改为奇异值分解.

定义 2.2.7. 广义逆
对于一般的秩为 𝑟 的 𝑚 × 𝑛维矩阵 A,若其奇异值分解为

P

Diag(𝜎1, · · · , 𝜎𝑟 ) 0r×(n−r)

0(m−r)×r 0(m−r)×(n−r)

 Q⊤,

则定义其广义逆 A∗为

Q

Diag(𝜎−1

1 , · · · , 𝜎−1
𝑟 ) 0r×(n−r)

0(m−r)×r 0(m−r)×(n−r)

 P⊤.

定理 2.2.2. (Moore-Ponrose, 1955)

6
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A∗是满足以下方程组的唯一解.

AXA = A,

XAX = X,

(AX)⊤ = AX,

(XA)⊤ = XA.

2.3 半定规划

2.3.1 半定规划的标准形式

半定规划 (Semidefinite Programming, SDP)是线性规划问题的推广.因此,在介绍半
定规划问题之前,我们先介绍线性规划问题.

线性规划问题的标准形式为

min c · x

s.t. ∀ 𝑗 ∈ [𝑚], aj · x = 𝑏 𝑗

x ≥ 0𝑛,

其中, x, aj, c ∈ R𝑛, b ∈ R𝑚.
相对应地,半定规划问题则相当于把线性规划问题推广到矩阵上.我们需要把向量

内积推广为矩阵内积,并且把 ≥ 0的约束推广为矩阵的半正定性 ⪰ 0. 同时,为了保证对
称性,我们要求涉及的矩阵都是对称矩阵 (在目标函数和约束都是线性的情况下没有影
响),由此,我们得到半定规划问题的标准形式

min C • X

s.t. ∀ 𝑗 ∈ [𝑚], Aj • X = 𝑏 𝑗

X ⪰ 0,

(2.3.1)

其中, A1, · · · ,Am,C,X ∈ S𝑛.
另一个常见的半定规划标准形式为

max b⊤y
s.t.

∑𝑚
𝑖=1 𝑦𝑖Ai ⪯ C,

(2.3.2)

其中, A1, · · · ,Am,C,X ∈ S𝑛. 简便起见,除非特别说明,此后我们默认讨论的都是对称矩
阵,不再写这个条件.

我们在下一节会介绍这两个形式的关系 (互为对偶). 这里,我们先讨论半定规划问
题的一般性.

7
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半定规划问题的可扩展性很强,很多常见的问题都可以转化为半定规划问题.

首先,如果我们取 C = −C,可知问题也可写为最大化目标函数的形式

max C • X

s.t. ∀ 𝑗 ∈ [𝑚], Aj • X = 𝑏 𝑗

X ⪰ 0.

其次,半正定的约束使得我们得以包含不等式关系.注意到,通过引入新变量 𝑡, 𝑎 ≤
𝑏等价于 𝑎 + 𝑡2 = 𝑏. 因此,对于不等式约束 A 𝑗 • X ≤ 𝑏 𝑗 ,把 A 𝑗 扩展两行两列得到

A′𝑗 =


A 𝑗 0𝑛×1 0𝑛×1

01×𝑛 0 1

01×𝑛 1 0

 .
此时, A′𝑗 • X′ = 𝑏 𝑗 等价于 A 𝑗 • X ≤ 𝑏 𝑗 . 因此,如果能够求解标准形式的半定规划问题,
那么通过提升问题的维度,也能求解等式、不等式约束混合的问题

min C • X

s.t. ∀ 𝑗 ∈ [𝑚], Aj • X ≤ 𝑏 𝑗
∀𝑖 ∈ [𝑡], Ai • X = 𝑏𝑖

X ⪰ 0.

(2.3.3)

最后, 常见的二次约束二次规划 (Quadratic Constrained Quadratic Programming) 问
题也可以表示为半定规划问题. 标准的二次约束二次规问题为

min 𝜃

s.t. x⊤Q0x + q⊤0 x + 𝑐0 − 𝜃 ≤ 0

∀𝑖 ∈ [𝑚], x⊤Qix + q⊤i x + 𝑐𝑖 ≤ 0,

(2.3.4)

其中, Qi ⪰ 0. 由于 Qi ⪰ 0,我们可以做分解 Qi = M⊤
i Mi. 因此,(

I Mix
x⊤M⊤

i −𝑐𝑖 − q⊤i x

)
⪰ 0 ⇔ x⊤Qix + q⊤i x + 𝑐𝑖 ≤ 0.

利用这个方法,我们可以把二次约束二次规划问题转化为 2𝑛维, 𝑚 + 1个约束的半定规

划问题.

2.3.2 半定规划的对偶理论

半定规划算法的对偶理论研究已经相当成熟. 我们这里只对对偶理论做最基础的
介绍,以满足之后讨论的需要. 对于更多对偶理论的成果,可以参考 [9]第二章.
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我们首先介绍普通的对偶理论 (参考了 [10]). 对于一般的约束优化问题

min 𝑓 (x)
s.t. 𝑐𝑖 (x) ≤ 0, 𝑖 ∈ I, |I | = 𝑚

𝑐𝑖 (x) = 0, 𝑖 ∈ E, |E | = 𝑝,

其中 x ∈ R𝑛,设其最优值为 𝑝∗. 其定义域为

X = {x ∈ R𝑛 | 𝑐𝑖 (x) ≤ 0, 𝑖 ∈ I 且𝑐𝑖 (x) = 0, 𝑖 ∈ E} .

其拉格朗日函数 𝐿 : R𝑛 × R𝑚+ × R𝑝 → R定义为

𝐿 (x, 𝜆, 𝜈) = 𝑓 (x) +
∑
𝑖∈I

𝜆𝑖𝑐𝑖 (x) +
∑
𝑖∈E

𝜈𝑖𝑐𝑖 (x).

其拉格朗日对偶函数 𝑔 : R𝑚+ × R𝑝 → R定义为

𝑔(𝜆, 𝜈) = inf
x∈R𝑛

𝐿 (x, 𝜆, 𝜈)

= inf
x∈R𝑛

(
𝑓 (x) +

∑
𝑖∈I

𝜆𝑖𝑐𝑖 (x) +
∑
𝑖∈E

𝜈𝑖𝑐𝑖 (x)
)
.

下面我们看到,对偶函数的一个重要作用是给出原问题的下界.

定理 2.3.1. 弱对偶定理 (参考 [11])
若 𝜆 ≥ 0,则 𝑔(𝜆, 𝜈) ≤ 𝑝∗.

证明. 若 x̃ ∈ X,则

𝑔(𝜆, 𝜈) = inf
x
𝐿 (x, 𝜆, 𝜈) ≤ 𝐿 (x̃, 𝜆, 𝜈) ≤ 𝑓 (x̃).

对 x̃取下界得
𝑔(𝜆, 𝜈) ≤ inf

x̃∈X
𝑓 (x̃) = 𝑝∗.

□

根据弱对偶定理, sup𝜆≥0,𝜇 𝑔(𝜆, 𝜇) = sup𝜆≥0,𝜇 infx 𝐿 (x, 𝜆, 𝜇) 给出了原问题的一个下
界,这个问题称为原问题的对偶问题, 𝜆, 𝜇称为对偶变量.

假设对偶问题的最优值为 𝑞∗,则 𝑞∗ ≤ 𝑝∗, 𝑝∗ − 𝑞∗ ≥ 0称为对偶间隙. 对偶问题和原
问题的解相等当且仅当对偶间隙为 0, 此时亦称问题满足强对偶性. 实际上, 可以证明,
线性规划问题的对偶间隙必然为 0,而半定规划问题的对偶间隙可以任意大.

不过,如果想要对半定规划问题导出对偶,我们还需要先对广义不等式 ⪰引入对偶
理论.我们的思路仍然是定义乘子.但是,由于我们的不等式是在矩阵空间定义的,因此
下面的运算推广为矩阵内积.

9
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线性空间的子集 𝐾 称为锥, 若其对伸缩变换封闭, 即对任意 C ∈ 𝐾 , 任意 𝛼 > 0,
𝛼C ∈ 𝐾 . 对于锥 𝐾 ,定义其在内积 •下的对偶锥为

𝐾∗ ≜ {B : B • C ≥ 0,∀C ∈ 𝐾}.

同时,如果锥 𝐾 在内积 •下满足 𝐾∗ = 𝐾 ,则称其在内积 •下自对偶.

注意到,非负向量空间 R𝑛+ = {x : x ≥ 0}是一个锥,且在向量内积下自对偶. 对称半
正定矩阵空间 S𝑛+ 也是一个锥,且在矩阵内积下自对偶. 这说明, ⪰ 0和 ≥ 0具有对偶意
义上的相似性,揭示了半定规划作为矩阵空间中线性规划的推广的深层原因.

由此,我们导出半定规划问题2.3.1的对偶形式. 其拉格朗日函数为

𝐿 (X, y, S) = C • X −
𝑚∑
𝑖=1

𝑦𝑖 (Ai • X − 𝑏𝑖) − S • X, S ⪰ 0,

其对偶函数为

𝑔(y, S) = inf
X
𝐿 (X, y, S) =


bTy,

∑𝑚
𝑖=1 𝑦𝑖Ai − C + S = 0,

−∞, 其他.

因此,我们得到了对偶问题

max
y∈R𝑚

b⊤y

s.t.
𝑚∑
𝑖=1

𝑦𝑖Ai − C + S = 0

S ⪰ 0,

恰好就是2.3.2的形式.

我们还可以计算问题的对偶间隙. 假设原问题的最优解为 X̃,对偶问题的最优解为
ỹ,则 𝑝∗ − 𝑑∗ = C • X̃ − b · ỹ = C • X̃ −∑𝑚

𝑖=1 𝑦𝑖Ai • X̃ = (C −∑𝑚
𝑖=1 𝑦𝑖Ai) • X̃ = S̃ • X̃. 由于 �̃�

和 𝑆均为半正定矩阵,有 S̃ • X̃ ≥ 0.

2.4 凸集与凸函数

对于有限维 Hilbert空间 (含内积的完备向量空间)中的非空集合 𝐶,如果对其中任
意两点 x, y,任意参数 𝛼 ∈ [0, 1],有 𝛼x + (1 − 𝛼)y ∈ 𝐶,则称 𝐶 为一个凸集.

凸集的一个重要性质是凸集分离定理.

定理 2.4.1. 凸集分离定理 (参考 [12])
1. 对于空间中的两个至多交于一点的凸集 𝐶1, 𝐶2,存在超平面 a⊤x = 𝑏 分离 𝐶1, 𝐶2,
即 ∀𝑥 ∈ 𝐶1, a⊤x ≥ 𝑏, ∀𝑥 ∈ 𝐶2, a⊤x < 𝑏.

10
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2. 对于空间中的凸集 𝐶 和任意向量 x,要么 x ∈ 𝐶,要么存在超平面分离 x和 𝐶,分
离的定义同上.

凸集分离定理提供了向量 x是否属于 𝐶 的一种二择一性质, 是凸优化问题的经典
理论之一,在优化问题的最优性条件、KKT条件等性质的导出中占据核心作用.
设 𝐶 是 R𝑛中的凸集,称函数 𝑓 : 𝐶 → R为 C上的凸函数,若 𝜆 𝑓 (x) + (1 − 𝜆) 𝑓 (y) ≥

𝑓 (𝜆x + (1 − 𝜆)y),∀𝜆 ∈ [0, 1]. 一个等价的定义是, 函数 𝑓 的上方图 {(x, 𝑧) : x ∈ 𝐶, 𝑧 ≥
𝑓 (x)}是一个凸集.
凸函数决定了函数微分的一些性质.

定理 2.4.2. 凸函数与微分
1. 如果 𝑓 连续可微,则 𝑓 凸当且仅当 𝑓 (y) ≥ 𝑓 (x) + ∇ 𝑓 (x) · y − x,∀x, y ∈ 𝐶.
2. 若 𝑓 二阶连续可微,则 𝑓 凸当且仅当 ∇2 𝑓 (x) ⪰ 0,∀x ∈ 𝐶.

与对偶理论类似,我们可以把凸函数的概念推广到对称矩阵空间中. 我们定义一个
函数 g : 𝐶 → S𝑛 是矩阵凸函数, 若对任意 x, y ∈ 𝐶, 𝜆g(x) + (1 − 𝜆)g(y) ⪰ g(𝜆x + (1 −
𝜆)y),∀𝜆 ∈ [0, 1].

11
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第三章 半定规划问题的算法

3.1 半定规划算法简述

对于半定规划问题,我们只讨论近似算法,因为半定规划问题可能不存在有理数解
甚至代数数解,无法使用确定数量的比特表示精确解. 例如, 𝑥2 = 2就是只有无理数解的

半定规划问题. 一般使用参数 𝜖 来度量算法的近似程度.

由于本文章篇幅有限,不能详述半定规划问题的所有算法.笔者在这里大致列出一
个目前基于各种方法的半定规划算法的概述和参考文献列表,供读者参考.

• 一阶方法即基于梯度的方法,算法的复杂度与问题的近似度关系为 poly(1/𝜖),收
敛较慢,但单步求解很快.

– 乘法加权更新算法 这是 Arora 和 Kale[13]提出的基于原始对偶方法的算
法. 该算法在半定规划问题的量子算法中应用广泛,参考 Huang等人[14]的

概述.
– 增广拉格朗日方法 这种方法基于约束规划问题中常用的增广拉格朗日
方法. 一般和锥优化的方法结合, 如基于交替方向乘子法的 SDPNAL[15],
SDPNAL+[16], ,基于条件梯度法的 CGAL[17]等.

• 二阶方法即基于Hessian矩阵的方法,算法的复杂度与问题的近似度关系为 poly(log(1/𝜖)),
收敛很快,但单步求解较慢.

– 切平面法这种方法的思路是在每步迭代中利用分离神谕将定义域分割成
两部分,并且判定最优解在哪一部分,以逐渐缩小最优解的可能区域.
目前最优的算法的复杂度为 𝑚

(
𝑚𝑛2 + 𝑚2 + 𝑛𝜔

) [18].
参考文献 [1], [19], [20], [21], [18].

– 内点法 这种方法的思路是利用障碍函数定义一系列优化问题, 构造一条
趋向最优解的中心路径, 并且利用障碍函数将迭代过程限制在中心路径
附近.
目前最优的算法的复杂度为

√
𝑛
(
𝑚𝑛2 + 𝑚2 + 𝑛𝜔

) [22].
参考文献 [3], [4], [5], [23], [22].

• 其它方法例如,把问题转化为非光滑优化问题,然后使用谱束法 (Spectral Bundle
Method)[24]. 利用低复杂度运算加速求解的近似方法[25]等.

半定规划问题是一类很有代表性的凸规划问题, 因此上述方法往往也适用于其它
类似问题, 具有很高的理论价值. 但需要注意的是, 半定规划问题的算法在理论和实践
上差别是比较大的. 首先,很多半定规划问题的算法是启发式算法,如 SDPNAL+[16],除
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了必要的收敛性保证以外缺乏复杂度分析的结果, 和其它算法的比较基本只能基于数
值实验进行. 其次,半定规划问题的评价指标非常多元,从终止准则,近似解是否能够突
破约束再到测试样例的类型都有不同的理论和实验. 最后, 在面对特定的算例时, 各种
算法仍然有很大的优化空间, 理论结果也不能完全预测, 例如, 半定规划的一种测试样
例是基于最大割问题生成的 (我们在第四章中给出了其形式4.2.2),但是其输入是非常稀
疏的,利用稀疏矩阵的若干技巧,问题有很大的优化空间.近年来,也有一部分文章分析
了问题对稀疏形式输入的效果,如 [18,22]等,但是仍然不能完全拟合实验结果.

随后,我们按照历史顺序,在四个小节中介绍四个半定规划的有代表性的算法:

• 椭球法二阶切平面方法,半定规划问题的第一个多项式近似算法,具有重要的理
论价值.

• 内点法二阶内点方法,半定规划问题的第一个实用的多项式近似算法,至今仍是
最主流的半定规划求解算法.

• 乘法加权更新算法一阶方法,结构比较特殊的半定规划算法,在半定规划问题的
量子算法设计里起着核心作用.

• sketchyCGAL 算法 一阶近似方法, 近年提出的算法, 融合了大量低秩近似的技
巧,提出了一个牺牲精度但效率极大提高的算法,在大规模求解上有很高的潜力.

其中,前三个算法都是多项式时间近似算法,最后一个算法是比较特殊的低秩近似算法.
这些算法的理论和实际上的效率保证均随着历史发展逐渐提高.

3.2 椭球法

3.2.1 简述

本节的组织参考了 [26].

Khachiyan[1]在 1979年提出椭球法,并用它为线性规划问题给出了第一个多项式时
间的精确算法. 很快, Grötschel, Lovász和 Schrijver[2]在 1981年将其推广,给出了半定规
划问题的第一个多项式时间近似算法.

3.2.2 算法原理

椭球法的基本思路来源于凸集分离定理 (2.4.1). 在给定的连续紧凸集 𝐾 ⊂ R𝑛 上,
文献 [2]考虑了下面两种问题:

定义 3.2.1. 强优化问题
给定 c ∈ R𝑛,求 x = arg maxx∈𝐾 c · x.

定义 3.2.2. 强分离问题
14
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给定 x,判定 x是否属于 𝐾 ,若否,给出 x和 𝐾 的分离超平面 a · x = b.

但是,大量的优化问题 (包括半定规划)不存在精确解,我们往往只考虑近似解. 因
此,文献 [2]又定义了近似的版本:

定义 3.2.3. 弱优化问题
给定 c ∈ R𝑛和近似参数 𝜖 > 0,求 x̂,使得 𝑑 (x, 𝐾) ≤ 𝜖 ,且 x是 c · x的 𝜖-近似最优解,

即对任意 y ∈ 𝐾 , c · y ≤ c · x + 𝜖 .

定义 3.2.4. 弱分离问题
给定 x和近似参数 𝛿 > 0,要么断言 𝑑 (x, 𝐾) ≤ 𝛿,要么给出 x和 𝐾 的近似分离超平

面 a,使得 ∥𝑎∥ ≥ 1,且对任意 y ∈ 𝐾 , a · y ≤ a · x + 𝛿.

随后,文献 [2]提出了”凸体” (convex body)的概念:

定义 3.2.5. 凸体
定义凸体为一个五元组 (𝐾, 𝑛, a0, 𝑟, 𝑅),其中 𝑛 ≥ 2, 𝐾 ⊆ R𝑛为凸集, a0 ∈ 𝐾 ,且:

𝐵 (a0, 𝑟) ⊆ 𝐾 ⊆ 𝐵 (a0, 𝑅) ,

其中 𝐵(p, 𝑟)为一个半径为 𝑟,球心为 p的闭球.

亦即,要求凸集 𝐾 被夹在两个 n维球中间.
文献 [2] 证明,对任意的定义域 𝐾 为凸体的问题,弱优化问题和弱分离问题的多项

式算法的存在性是等价的. 如果其中一个问题一个有多项式算法,则另一个也有. 因此,
我们现在要证明可以多项式求解弱优化问题,只要证明可以多项式求解弱分离问题.
实际上, 我们直接证明可以求解强分离问题. 考虑标准形式的半定规划问题 2.3.1,

注意到其可行域 𝐾 是一个凸集. 因此,对任意矩阵 X和 𝐾 的强分离问题,只需要分别验
证 X是否满足下列条件

• X是否对称. 用 𝑂 (𝑛2)时间比较 X和 X⊤的元素即可.
• X是否半正定. 用𝑂 (𝑛3)时间计算 X的最小特征值 𝜆min(高斯消元)和最小特征向
量 v(求解线性方程),如果 𝜆min ≥ 0,则其为半正定矩阵;否则,有 v⊤Xv = 𝜆minv⊤v <
0,从而 v⊤Xv = Tr v⊤Xv = X • vv⊤ < 0,但是对任意 Y ∈ S𝑛+, V • vv⊤ ≥ 0,因此 𝑣𝑣⊤

就是把 X和 𝐾 分离的超平面.
• 用 𝑂 (𝑚𝑛2) 的时间计算 Ai • X的值,如果都等于 𝑏𝑖,则其属于 𝐾;否则,使其不成
立的 Ai就是一个分离超平面.

综上,我们证明了半定规划问题存在多项式算法.
为了更加细致地研究问题的计算复杂度, 我们下面给出 R𝑛 上椭球法的细节 (对于

半定规划问题的椭球法是类似的,把向量空间提升为矩阵空间,向量内积改为矩阵内积

15
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即可). 给定一个凸体 𝐾 和上面的强分离问题的多项式算法 (简称强分离神谕), 我们希
望求优化问题 minx∈𝐾 c · x的近似解.
我们已知集合 𝐾 是凸体, 故 𝐾 属于某个有界椭球. 我们的思路是利用分离问题带

来的信息, 在保证最优解属于椭球的情况下, 逐渐缩小该椭球, 直到椭球的体积充分小,
即可得到问题的一个近似解.
令 z ∈ R𝑛, A ∈ S𝑛+ 为一个正定矩阵,其决定一个 𝑛维欧式空间中的椭球

ℓ(𝑧, 𝐴) =
{
x ∈ R𝑛 : (x − z)⊤A−1(x − z) ≤ 1

}
,

其中 z是椭球的球心. 特别地, ℓ(𝑧, 𝐼) is就是球心为 z的单位球.
下面描述椭球法的运算过程.
从凸体的定义中给定的包含 𝐾 的椭球 ℓ(a0, 𝑅I) 开始,每次选择当前凸体的球心 x𝑘 ,

对其计算分离问题,如果其属于 𝐾 ,那么我们取超平面参数 a𝑘 = c;如果其不属于 𝐾 ,则
询问分离神谕,得到分离超平面 d · x = 𝑒,取超平面参数 a𝑘 = d. 这样, a𝑘 总是定义了一
个经过 x𝑘 的超平面,优化问题的最优解必然在超平面的某一侧. 如果 x𝑘 属于 𝐾 ,那么 𝐾

在超平面上方的点的目标函数值都大于 x𝑘 · c;如果 x𝑘 不属于 𝐾 ,则根据分离超平面的
定义, 𝐾 本身就都包含在超平面的一侧. 总之, 我们把最优解存在的区域缩小到了经过
球心的”半个”椭球中. 这样,我们把椭球更新为仅包含这半个椭球的最小椭球,就能不
断缩小椭球的体积,迭代过程如图3.1所示.

图 3.1 椭球法的四步迭代,来源于 [26]

使用下面的引理,我们可以证明算法的收敛性.

引理 3.2.1. ( [26],引理 2)
对于椭球 ℓ(z,A) 和任意超平面 𝐻 = {x ∈ R𝑛 : a⊤x ≥ a⊤z},包含 ℓ(z,A) ∩ 𝐻 的唯一

最小椭球是 ℓ(z′,A′),其中
16



第三章 半定规划问题的算法

z′ = z + 1
𝑛 + 1

· Aa
√

a⊤Aa
, (3.2.1)

A′ =
𝑛2

𝑛2 − 1

(
A − 2

𝑛 + 1
· Aaa⊤A

a⊤Aa

)
. (3.2.2)

并且,
vol(ℓ(z′,A′))
vol(ℓ(z,A)) < 𝑒

−1/(2𝑛+2) .

该性质保证了包含最优解 z∗ 的椭球体积至少以固定比例减少, 从而保证了算法在
多项式时间内收敛.
下面列出算法的详细步骤.

Algorithm 1半定规划的椭球算法[26]

输入: 凸体 (𝐾, 𝑛, a0, 𝑟, 𝑅), c ∈ R𝑛, 𝜖 > 0.
输出: 𝜖 弱优化问题的解.

// 初始化
1: 定义 𝑁 =

(
2𝑛2 + 2𝑛

) ⌈
ln 2𝑅2 ∥𝑐∥

𝑟 𝜀

⌉
.

2: 定义 x0 = a0,A0 = 𝑅I.
3: 𝑘 = 0, max=c⊤x0 (当前可行点给出的最大目标函数值), maxvec=x0.

//迭代
4: for 𝑘 < 𝑁 do
5: 对 xk使用强分离神谕.
6: if xk ∈ 𝐾 then
7: a = c.
8: else
9: 神谕输出分离超平面的法向量 d.

10: a = −d.
11: end if
12: 利用性质3.2.1,基于 xk,Ak定义的椭球和 a, xk定义的超平面计算出 xk+1,Ak+1.
13: if xk ∈ 𝐾 且 c⊤xk ≥ max then
14: max=c⊤xk, maxvec=xk.
15: end if
16: end for
17: 输出 maxvec.

定理 3.2.1. ( [26],第三节)
椭球算法在多项式时间内收敛.
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证明. 核心思想仍然是控制体积,但是用到了凸集的性质和一些技巧.

根据凸体的定义,以 x0为球心的球 𝐵(x0, 𝑟)属于𝐾 ,从而其 𝑛−1维截面 𝑆 = 𝐵(x0, 𝑟)∩
{x : c⊤x = c⊤x0}也属于 𝐾 . 记问题的最优解为 x∗ ∈ 𝐾 ,那么以 x∗ 为顶,以 𝑆为底的 𝑛维

圆锥 𝐶 也属于 𝐾 .

假设算法的输出是 x̂,那么,根据算法的过程,一方面,对于所有 xk ∈ 𝐾 ,它们给出的
目标函数值都小于等于 x̂的目标函数值; 另一方面, 对于所有 xk ∉ 𝐾 , 其给出的分离超
平面都不影响 𝐾 的内部.总之,我们知道,圆锥 𝐶 和半空间 {x : c⊤x ≥ c⊤x̂}的交一定没
有被分离过,一直和最优解 𝑥∗留在算法的分离过程中 𝐾 剩下的部分里.

由于圆锥 𝐶 的底面的法向量正是 c,因此 𝐶 ∩ {x : c⊤x̂ ≤ c⊤x}的体积可以表示为

vol 𝐵𝑛−1𝑟
𝑛−1 (𝑐⊤𝑥∗ − 𝑐⊤𝑥0)
𝑛∥𝑐∥

(
𝑐⊤𝑥∗ − 𝑐⊤𝑥
𝑐⊤𝑥∗ − 𝑐⊤𝑥0

)𝑛
.

另一方面,定理3.2.1控制了算法在第 𝑁 步时确定 𝑥∗ 所在的区域,即 ℓ(xN,AN) 的体积上
界. 我们有

vol(ℓ(xN,AN)) ≤ 𝑒−𝑁/(2𝑛+2)𝑅𝑛 vol(𝐵𝑛).

由于前者包含于后者,因此我们得到

c⊤x∗ − c⊤x̂ ≤ 𝑒−𝑁/(2𝑛2+2𝑛)𝑅
(
𝑛 vol(𝐵𝑛)
vol(𝐵𝑛−1)

)1/𝑛 (
c⊤x∗ − c⊤x0

𝑟

) 𝑛−1
𝑛

∥𝑐∥1/𝑛.

代入 c⊤x∗ − c⊤x0 = c⊤ (x∗ − x0) ≤ ∥c∥ ∥x∗ − x0∥ ≤ 𝑅∥c∥,即可证明 0 ≤ c⊤x∗ − c⊤x̂ ≤ 𝜖 ,从
而 x̂是一个 𝜖-近似解. □

当然, 实际上算法在运算过程中的精度是有限的, 不可能完全精确地存储. 为了对
抗舍入误差,可以稍微扩大算法中迭代计算的椭球体积,最后得到类似的结论,详见 [26]
第四节.

3.2.3 总结

椭球法最大的问题是时间复杂度太高.根据3.2.1,算法需要迭代 𝑂 (𝑛2) 次,但是,每
次迭代都需要使用一次强分离神谕,根据我们先前的断言,这需要计算 𝑂 ((𝑚 + 𝑛)𝑛2) 次.
总体的计算复杂度为 𝑂 ((𝑚 + 𝑛)𝑛4),虽然使用更加先进的方法可以略微降低复杂度,但
是与实践要求比起来依然太高.而且, 在迭代过程中, 椭球法需要存储椭球的系数矩阵,
因此空间复杂度为 𝑂 (𝑛2),对于大规模问题而言还是过大.
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3.3 内点法

3.3.1 简述

1984年, Karmarkar提出了线性规划的内点算法,虽然应用上仍然不如单纯形法,但
是是第一个比较实用的多项式保证的算法. 1988年, Nesterov和 Nemirovsky[27]提出了自

协调障碍函数的概念, 为内点算法应用到一般的凸优化问题中打下了基础. 1992 左右
年, Alizadeh[3], Kamath 和 Karmarkar[4-5]等人给出了半定规划问题的第一个多项式时间
内点算法. 随后,关于内点算法的研究呈井喷式发展,大量高效的内点算法被提出,其中
最有代表性的是 Vandenberghe和 Boyd在 1996年撰写的综述[23],系统地总结了内点法
的理论和应用.

3.3.2 算法原理

内点算法的原理是,在可行域内从一初始点出发,从内部沿着一条可行点的迭代路
径逼近最优解. 在内点法提出后, 半定规划问题逐渐进入了人们的视野, 人们基于半定
规划发展了大量的应用.
我们只以 [23] 为基础给出内点算法的一个例子, 以研究其基本思想.实际上, 与常

见的基于优化的搜索算法类似,内点算法有大量的变种. 例如,使用不同的搜索方向,距
离函数等等. 要详细了解各种变种,可以参考 [28], [29]等综述.
为了保证在迭代过程中不会移动到可行域外, 一个通用的办法是增加一个障碍函

数, 让可行域外的目标函数值非常大, 从而防止迭代移动到可行域外. 常见的罚函数有
倒数障碍函数和对数障碍函数. 这两种函数都使得函数值在接近定义域边界时急剧增
长,迫使迭代不会越过边界. 1988年, Nesterov和 Nemirovsky[30]提出了自协调障碍函数

的概念,并证明,对于任何凸优化问题,只要能够找到一个自协调障碍函数,就能用内点
法给出多项式时间近似算法.
很快, 人们发现了半定规划问题2.3.1和2.3.2的自协调障碍函数, 即 − log det(X) 和

𝜙(y) = − log det(−∑𝑚
𝑖=1 𝑦𝑖A𝑖 + C). 下面,我们简记 A(y) = −∑𝑚

𝑖=1 𝑦𝑖A𝑖 + C.
下面的定理给出了上述自协调障碍函数的导数.

定理 3.3.1. ( [23], 4.1节)

(log det(X))′ = (X−1)⊤,

(∇𝜙(y))𝑖 = −Tr A(y)−1A𝑖 = −Tr A(y)−1/2AiA(y)−1/2,(
∇2𝜙(y)

)
𝑖 𝑗
= Tr A(y)−1AiA(y)−1Aj

= Tr(A(y)−1/2Ai(A(y)−1/2)(A(y)−1/2Aj(A(y)−1/2).

与常见的障碍函数类似,对于问题的定义域 X ⪰ 0而言, X接近边界意味着其有特
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征值接近 0,从而导致其行列式接近 0. 此时, log det(X) 趋于无穷大,保证了该障碍函数
不会越界. 图3.2为该函数在某个半定规划问题上的等高线图示.

图 3.2 等高线图,来源于 [23]

定义了障碍函数后,最简单的方法就是利用加权的障碍函数直接构造迭代过程. 假
设我们为障碍函数加权 𝜇,并且在每次迭代中以上次迭代的结果为初始点,近似求解下
面的问题 (一般使用梯度下降 +线搜索)

min
X
{C • X − 𝜇 log det(X) : Ai • X = 𝑏𝑖 (𝑖 = 1, . . . , 𝑚)} .

理想状况下,若每一步都能精确求解该问题,并且在迭代中令 𝜇逐渐趋于 0,我们就能得
到一系列在定义域内逐渐逼近最优解的解. 这实质上相当于沿着一条 𝜇 趋近于 0的路
径逼近最优值点,这条关于 𝜇的路径称为迭代的中心路径.

这种方法的研究可以参考 [31-33] 等工作, 其主要缺点在于, 需要谨慎设置迭代步
长, 因为步长过大时可能会导致迭代越过定义域的边界, 导致算法无法收敛. 为了防止
该现象,人们提出可以在迭代时同时求解原始问题和对偶问题. 这样,由于原始、对偶问
题相互控制界限和最优性条件, 我们可以避免越界情况的发生. 这种方法称为原始-对
偶内点法.

在第二章中,我们讨论了半定规划问题的对偶理论和对偶间隙. 半定规划的原始-对
偶内点法的基本思想就是同时对原始问题和对偶问题做迭代, 得到一系列原始-对偶解
(X𝑘 , y𝑘),并且逐渐减小其对偶间隙. 迭代中,原始问题对应的目标函数值为 𝑝𝑘 = C •X𝑘 ,
而对偶问题对应的目标函数值为 𝑑𝑘 = b · y𝑘 . 定义其差为当前的对偶间隙. 因此, 当对
偶间隙充分小时, 根据对偶原理, 我们得到的就是原问题的一组近似解. 例如, 假设算
法的终止准则设置为对偶间隙小于等于 𝜖 , 即 𝑝𝑘 ≤ 𝑑𝑘 + 𝜖 . 根据对偶理论, 原始问题的
最优解 𝑝∗ 大于等于对偶问题的最优解 𝑑∗. 由于迭代过程中得到的均为可行解,我们有
𝑝𝑘 ≥ 𝑝∗ ≥ 𝑑∗ ≥ 𝑑𝑘 . 由 𝑝𝑘 ≤ 𝑑𝑘 + 𝜖 ,显然有 𝑝𝑘 ≤ 𝑝∗ + 𝜖 ,因此 Xk 必然是原问题的 𝜖-近似
解.
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原始-对偶内点法需要求解下面的问题

min
X,y,S

{
X • S − 𝜇 log det(XS) : Tr (AiX) = 𝑏𝑖 (𝑖 = 1, . . . , 𝑚),

𝑚∑
𝑖=1

𝑦𝑖Ai + S = C },

其中,根据第2.3.2节的讨论, X • S是原始问题和对偶问题的对偶间隙. −𝜇 log det(𝑋𝑆)是
加权的障碍函数. 剩余部分则是原始和对偶问题的约束. 而且,使用一阶最优性条件,我
们还有 X • S = 𝜇𝐼.

每一步迭代中,我们使用梯度下降的方法.假设当前的解是 X, y, S,我们现在需要找
到梯度 𝛿X, 𝛿y, 𝛿S,使得上述约束规范条件在梯度下降后仍然成立,也就是

X + 𝛿X ⪰ 0, S + 𝛿S ⪰ 0,

Ai • 𝛿X = 0, 𝑖 = 1, . . . , 𝑚,
𝑚∑
𝑖=1

𝛿𝑦𝑖Ai + 𝛿S = 0,

(X + 𝛿X)(S + 𝛿S) = 𝜇𝐼.

(3.3.3)

注意到,最后一个方程关于 𝛿X和 𝛿S不是线性的,因此,不同的原始-对偶内点法的不同
之处在于利用不同的方法将其改写为线性的.例如,张寅[34]提出,可以将其更改为

HP(𝛿XS + X𝛿S) = 𝜇I −HP(XS),

其中 HP是线性变换

HP(M) :=
1
2
[
PMP−1 + P−⊤M⊤P⊤

]
.

文献 [34]还指出,历史上的很多算法本质上是选取了不同的 P,如 I[35], S1/2[36], X−1/2[37].

结合上面给出的迭代方向计算方法,即可得到标准的原始对偶内点法的一般框架.

Algorithm 2半定规划的原始对偶内点算法[23]

输入: C,Aj, 𝑏 𝑗 , 𝜖 .
输出: 问题的 𝜖 近似解.

// 初始化
1: 计算问题的一个初始解 X0, y0,进而计算 S0,初始化 𝛾0, 𝑘 = 0.

//迭代
2: while Sk • Xk ≥ 𝜖 do
3: 以某方式递减 𝛾𝑘 得到 𝛾𝑘+1.
4: 代入 Xk, Sk, yk, 𝛾k+1,求解3.3.3给出的方程,得到下降方向 𝛿X, 𝛿S.
5: 计算 Xk+1 = Xk + 𝛿X, Sk+1 = Sk + 𝛿S,进而计算 yk+1.
6: 𝑘 = 𝑘 + 1.
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7: end while
8: 输出 Xk, yk.

下面, 我们讨论如何分析算法的收敛性. 当然, 算法的每一步并不是准确地沿着中
心路径移动.因此,为了度量当前迭代点和中心路径的距离,我们需要引入势函数

𝜓(y,X) ≜ − log det SX + 𝑛 log S • X − 𝑛 log 𝑛.

这样, 我们只需要证明势函数的值和权重 𝜇 同时随着迭代在多项式时间内达到指定精

度即可. 文献 [23]详细地描述了如何构造辅助函数来证明算法在 𝑂 (√𝑛)步内即可终止,
又因为迭代时只需要求解关于 𝛿X, 𝛿S的线性方程组,复杂度在 𝑂 (𝑚𝑛2) 左右,因此算法
的计算复杂度降低到 𝑂 (𝑚𝑛2.5)左右,理论效率比椭球法提高了不少.

3.3.3 总结

与椭球法相比,内点法的优点在于既有理论保证,实践上效果也很好. 因此,在应用
中,内点法的收敛速度往往非常快,基本在常数步左右就能结束 (参考 [23]),因此成为了
半定规划问题的应用最广泛的算法,直到现在仍在大量使用.

3.4 乘法加权更新算法

3.4.1 简述

2007年, Arora和 Kale[13]提出了半定规划问题的乘法加权更新算法 (Multiplicative
Weight Update Algorithm). 严格来说, 乘法加权更新算法是一类预测论中算法的统称,
Arora和 Kale使用了该思想, 但是他们对算法的命名是原始-对偶法. 为了与原始-对偶
内点法做区别,因此这里称为乘法加权更新法.

严格来说,乘法加权更新算法并不是一个完整的算法. 它依赖于在迭代过程中求解
一个神谕,而作者并没有说明如何求解该神谕. 但是,在近年兴起的量子计算中,人们发
现可以使用量子计算的 Gibbs采样方法求解该神谕,并提出了半定规划问题的一系列量
子算法 [38-39].

3.4.2 算法原理

乘法加权更新算法的背景是预测论中的一个著名的问题, 即根据多位专家的建议
进行动态决策,并且最大化自己的收益. 这种范式最初是在 De Santis等人的开创性论文
中作为在线学习模型引入的. 在 20世纪 80年代末至 90年代初, 人们开始对其进行深
入研究. 现在,预测论在信息论和优化等领域得到广泛应用. 读者可以阅读教材[40] 以进

一步了解预测理论.
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现在, 考虑一个矩阵博弈. 假设 S𝑛−1 (R𝑛 中的单位球) 中的每个向量 v 都关联了
一个专家. 在每一轮博弈中,每个专家都会推荐一个行动. 我们的任务是使用某种随机
策略选择某个专家 v ∈ S𝑛−1 并遵循他建议的行动. 选择完成后, 博弈会给出损失矩阵
M ∈ R𝑛×𝑛,专家 v的损失为 v⊤Mv. 我们假设所有这些损失要么在 [0, 1] 范围内,要么在
[−1, 0] 范围内. 等价地,我们要求矩阵M满足约束 0 ⪯ M ⪯ I或 −I ⪯ M ⪯ 0.

现在,我们给出该问题的数学模型. 记 𝑡 = 1, 2, . . . , 𝑇 为博弈的轮次. 在第 𝑡 轮中,我
们在专家集 S𝑛−1 上选择分布 D (𝑡 ) , 从中随机抽取专家 v , 使用该专家建议的行动方案.
那么,如果损失矩阵是M(𝑡 ) ,则选择分布 D (𝑡 ) 的期望损失为

E
v∈D (𝑡 )

[
v⊤M(𝑡 )v

]
= E

v∈D (𝑡 )

[
M(𝑡 ) • vv⊤

]
= M(𝑡 ) • E

v∈D (𝑡 )

[
vv⊤

]
.

定义矩阵 P(𝑡 ) = Ev∈D (𝑡 ) [vv⊤]. 注意到 P(𝑡 ) 是半正定矩阵 vv⊤的凸组合,因此是半正
定的. 并且,因为对于所有 v,我们有 Tr (vv⊤) = ∥v∥2 = 1,我们有 Tr

(
P(𝑡 )

)
= 1. 我们把满

足这样性质 (半正定且迹为 1 )的矩阵称为密度矩阵.

由于我们只对算法的期望损失感兴趣, 所以我们需要的所有信息都已包含在矩阵
P(𝑡 ) 中.可以证明密度矩阵 𝑃与分布 D = (𝜆1(𝑃), ..., 𝜆𝑛(𝑃)) 一一对应. 因此,在每一轮 𝑡

中,我们可以只要求算法选择一个密度矩阵 P(𝑡 ) . 在该公式中,我们观察到期望损失可以
由M(𝑡 ) •P(𝑡 ) 给出. 在 𝑇 轮之后,总的期望损失是

∑𝑇
𝑡=1 M(𝑡 ) •P(𝑡 ) . 对于该损失,最好的专

家即为最小化
∑𝑇
𝑡=1 v⊤M(𝑡 )v的专家 v. 因此,最小损失由 𝜆𝑛(

∑𝑇
𝑡=1 M(𝑡 )) (最小特征值)给

出,对应的专家为其任意特征向量.

但是,我们在博弈开始并不知道该信息.那么,怎么做才能不依赖该信息,同时让自
己的损失接近最小呢？算法的直觉是赋予每个专家一个权重,并根据每个专家的表现动
态更新它.

Algorithm 3乘法加权更新算法[40]

输入: 𝜖 ≤ 1
2 . 初始化权重矩阵W(1) = I𝑛.

1: for 𝑡 = 1, 2, . . . , 𝑇 do
2: 以概率分布 P(𝑡 ) = W(𝑡 )

Tr(W(𝑡 )) 选择策略.
3: 博弈给出损失矩阵M(𝑡 ) .
4: 更新权重矩阵为

W(𝑡+1) = W𝑡 exp
(
−𝜖M𝑡

)
. (3.4.4)

5: end for

其中,矩阵的幂次定义为

exp(A) =
∞∑
𝑖=0

A𝑖

𝑖!
.
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定理 3.4.1. ( [41],定理 10)

乘法加权更新算法保证在 𝑇 轮之后,对于任何专家 v,我们有

(1 − 𝜖)
∑

𝑡:M(𝑡 ) ⪰0

M(𝑡 ) • P(𝑡 ) + (1 + 𝜖)
∑

𝑡:M(𝑡 ) ⪯0

M(𝑡 ) • P(𝑡 ) ≤
𝑇∑
𝑡=1

v⊤M(𝑡 )v + ln 𝑛
𝜖
.

特别地,取 v为对应最优策略的专家,则上面的算法以 𝑂 (ln 𝑛)的速度逼近最优策略.

证明的直觉是构造和比较势函数 Φ(𝑡 ) = Tr
(
W(𝑡 ) ) 的上下界. 完整版本的证明可以

参考 [40]的第 3部分.

下面, 我们讨论如何基于乘法加权更新算法得到半定规划问题的一个算法. 这里,
我们讨论更一般的含不等式的半定规划问题

max C • X

∀ 𝑗 ∈ [𝑚], Aj • X ≤ 𝑏 𝑗
X ⪰ 0,

(3.4.5)

其中,为了保证问题有界, A1 = I, 𝑏1 = 𝑅,即限制矩阵 X的迹小于等于 𝑅. 其对偶问题为

min b · y
𝑚∑
𝑗=1

A 𝑗𝑦 𝑗 ⪰ C

y ≥ 0,

(3.4.6)

其中 y = (𝑦1, . . . , 𝑦𝑚)⊤.

为了求解,我们把原始、对偶优化问题转化为判定问题

C • X ≥ 𝛼 b · y ≤ 𝛼
∀ 𝑗 ∈ [𝑚] : A 𝑗 • X ≤ 𝑏 𝑗

∑𝑚
𝑗=1 A 𝑗𝑦 𝑗 ⪰ C

X ⪰ 0, y ≥ 0.

(3.4.7)

这两个问题之间的强对偶性表明, 对于任意 𝛼, 这两个问题中都恰有一个有解. 我们只
需要对任意 𝛼判定其中哪个问题有解即可. 这样，根据问题的有界性,我们二分地选取
𝛼,即可计算问题的近似解.

将 X(1) 初始化为迹为 𝑅 的平凡正定对称矩阵 𝑅
𝑛
I (可能不在可行域内). 随后,迭代

地生成原始解 X(2) ,X(3) , . . . 每一步,算法都试图改进 X(𝑡 ) 得到 X(𝑡+1) . 更新由称为神谕
(ORACLE)的辅助算法协助,如下所示.

ORACLE尝试证明当前 X(𝑡 ) 的有效性. 它在多胞体 D𝛼 = {y : y ≥ 0, b · y ≤ 𝛼}中
搜索向量 y,满足
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𝑚∑
𝑗=1

(
A 𝑗 • X(𝑡 )

)
𝑦 𝑗 −

(
C • X(𝑡 )

)
≥ 0. (3.4.8)

• 如果ORACLE成功找到这样的 y,那么要么X(𝑡 ) 是原始不可行的,要么C•X(𝑡 ) ≤
𝛼. 否则有

𝑚∑
𝑗=1

(
A 𝑗 • X(𝑡 )

)
𝑦 𝑗 −

(
C • X(𝑡 )

)
≤

𝑚∑
𝑗=1

𝑏 𝑗𝑦 𝑗 −
(
C • X(𝑡 )

)
< 𝛼 − 𝛼 = 0,

矛盾!
• 另一方面, 如果不存在这样的 y, 那么必然存在 𝜙∗ 给出了一个原始可行解 X∗ =

X/𝜙∗,这样的 𝜙∗可以用线性规划求出. ([41],引理 3)
最后,我们要用乘法加权更新算法构造某个程序. 在每一轮中,如果ORACLE反馈”

否”,那么我们立即知道原始问题是可行的;否则,我们可以使用 ORACLE生成的 y(𝑡 ) 的
值来更新矩阵 X(𝑡 ) 并最终逼近对偶的解. 算法的具体步骤如下.

定义 3.4.1. 对于参数 0 ≤ ℓ ≤ 𝜌,一个 (ℓ, 𝜌)-有界的 ORACLE,是一个算法,其搜索一个
满足3.4.8的 y ∈ D𝛼,使得要么

∑
𝑗 A 𝑗𝑦 𝑗 − C ∈ [−ℓ, 𝜌],要么 ∑

𝑗 A 𝑗𝑦 𝑗 − C ∈ [−𝜌, ℓ] . 𝜌 称
为该 ORACLE的宽度.

Algorithm 4半定规划的乘法加权更新算法[41]

输入: 原始问题和原始问题的一个 (ℓ, 𝜌)-有界的 ORACLE,其中 ℓ ≥ 𝛿𝛼
4𝑅 .

1: for t=1, 2, …, 𝑇 , 𝑇 = 8ℓ𝜌𝑅2 ln(𝑛)
𝛿2𝛼2 do

2: 以参数 𝜖 = 𝛿𝛼
2ℓ𝑅 运行算法3,得到输出的密度矩阵 P(𝑡 ) .

3: 如果 ORACLE失败了,则停止运行,输出 X(𝑡 ) = 𝑅P(𝑡 ) .
4: 否则,令 y(𝑡 ) 为 ORACLE生成的向量.
5: 向算法3提供矩阵

M(𝑡 ) =

[
1

ℓ + 𝜌

𝑚∑
𝑗=1

A 𝑗𝑦
(𝑡 )
𝑗 − C + ℓ (𝑡 )I

]
,

其中

ℓ (𝑡 ) =

{
ℓ if

∑𝑚
𝑗=1 A 𝑗𝑦

(𝑡 )
𝑗 − C ∈ [−ℓ, 𝜌],

−ℓ if
∑𝑚
𝑗=1 A 𝑗𝑦

(𝑡 )
𝑗 − C ∈ [−𝜌, ℓ] .

6: end for

使用定理3.4.1,我们可以得到该算法运行时间的理论保障.

定理 3.4.2. ( [41],定理 13)
假设算法4在 𝑇 次迭代后停止 (否则原始问题有解),令 y = 1

𝑇

∑𝑇
𝑡=1 y(𝑡 ) ,则 y∗ = y + 𝛿𝛼

𝑅
𝑒1

是一个对偶问题的解,而且目标函数值至多为 (1 + 𝛿)𝛼.
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3.4.3 总结

乘法加权算法最大的优点在于迭代速度很快. 根据上面的定理, 只需要 𝑂 (ln 𝑛) 次
迭代,我们就能得到原始-对偶问题的一个分离近似解.但是,算法的过程中还需要求解
ORACLE. 在经典算法下, 没有什么求解 ORACLE 的比较好的手段. 但是, 在量子算法
中, 利用约束的信息, Gibbs 采样方法可以给出 ORACLE 的一个高效求解器. 在该求解
器的辅助下,可以给出复杂度在 𝑂 (𝑚1/2𝑛5/2/𝜖8)的量子算法[38].

3.5 sketchyCGAL算法

3.5.1 简述

尽管之前介绍的众多算法已经大大降低了半定规划问题的复杂度, 但是在大规模
问题下,算法仍然不如很多启发式方法. 这主要是因为之前的算法必须涉及矩阵运算和
存储,算法的内存至少为 𝑂 (𝑛2),这对大规模问题已经是不可忽视的开销了. 为了进一步
打破该约束, 2021年, Yurtsever, Tropp, Fercoq, Udell和 Ceveher[25]提出了近似条件梯度
增广拉格朗日 (sketchyCGAL)算法. 该算法的基础是基于锥优化 (conic optimzation)方
法的条件梯度增广拉格朗日算法[17]. 作者利用随机性和低秩近似的手段,把迭代法的时
间、空间复杂度进一步降低了. 以精度降低为代价,比起以往的方法,该方法可以求解更
大规模的半定规划问题.

在介绍该算法之前,需要补充一些基础知识.

3.5.2 基础知识

3.5.2.1 增广拉格朗日法 (Augmented Lagrangian)

对于优化问题: min 𝑓 (x) s.t. c(x) = 0,定义其增广拉格朗日函数

𝜙(x, 𝜆, 𝜎) = 𝑓 (x) − 𝜆⊤c(x) + 1
2
𝜎

∑
𝑖

𝑐𝑖 (x)2,

即拉格朗日函数与加权平方罚函数的和.

增广拉格朗日函数最重要的性质是,存在 𝜎∗,当 𝜎 > 𝜎∗时, 𝑥∗是函数的严格局部极
小点推出 𝑥∗ 原问题的严格局部最优解. 反之, 若 𝑥∗, 𝜆∗ 满足二阶充分条件, 且是原问题
的严格局部最优解,则是函数的严格局部极小点. 证明参考 [42],第 17.3节. 这表明,若
迭代法保证 𝜎趋于正无穷,则迭代法在有限次内收敛.

Algorithm 5增广拉格朗日函数法 ( [42],第 17.3节)
输入: 给定初始点 x0, 𝜆1, 𝜎1 > 0, 𝜌 > 1, 𝜖 > 0, 𝜖1 > 0, 𝑘 = 1.
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1: 以 xk−1为初始点,求解
min

x
Φ (x, 𝜆k, 𝜎𝑘)

得 xk,它满足
∥∇xΦ (xk, 𝜆k, 𝜎𝑘)∥ < 𝜖1.

2: 𝜆k+1 = 𝜆k − 𝜎𝑘c (xk).
3: 若 ∥c (xk)∥ ⩽ 𝜖 ,则迭代停止,得近似解 xk, 𝜆k+1;
否则,取 𝜎𝑘+1 = 𝜌𝜎𝑘 , 𝑘 = 𝑘 + 1,转步 1.

3.5.2.2 条件梯度法 (Conditional Gradient Method)

考虑优化问题

min
x
𝑓 (x) s.t. x ∈ 𝐶,

其中 𝐶 为全空间 𝐸 上的凸集, 𝑓 光滑.

该问题最常见的方法是一阶的投影梯度法. 设计投影算子 PC : 𝐸 → 𝐶,迭代过程为
xk = PC(xk−1 − 𝑡𝑘∇ 𝑓 (xk−1)),它是二阶方法近端梯度法的特殊情况.

另一种方法则是 1953年由 Frank-Wolfe发明的条件梯度法. 首先定义 𝑓 做局部线

性展开

𝑓 𝑙𝑖𝑛(s) = 𝑓 (xk−1) + ∇ 𝑓 (xk−1)⊤(s − xk−1).

随后迭代求解. 取 sk−1 = arg mins∈𝐶 𝑓
𝑙𝑖𝑛(s),然后更新 xk为 xk = (1 − 𝛾𝑘)xk−1 + 𝛾𝑘sk−1. 取

𝛾𝑘 = 2
𝑘+1 ,则该算法收敛.

该方法有一个很特殊的性质. 若 𝐶 = {s : | |s| | ≤ 𝑡}, | | · | |为某个范数,则

arg min
s∈𝐶

𝑓 𝑙𝑖𝑛(s) = arg min
| |s | | ≤𝑡

∇ 𝑓 (xk−1)⊤s = −𝑡 arg max
| |s | | ≤1

∇ 𝑓 (xk−1)⊤s = −𝑡 | |∇ 𝑓 (xk−1) | |∗,

其中, | | · | |∗是范数 | | · | |的对偶范数.

特别地,对于矩阵而言,其迹范数 | |𝐴| |𝑡𝑟 =
∑
𝑖 𝜆𝑖 (𝐴)的对偶范数是算子范数 | |𝐴| |𝑜𝑝 =

𝜆𝑚𝑎𝑥 (𝐴). 因此,算法的更新只需要求矩阵的最大特征值.

3.5.2.3 半正定矩阵的低秩近似

在机器学习中,一个重要的问题是如何导出一个大规模矩阵的高效近似.该矩阵可
能是支持向量机、主成分分析的核矩阵等等.在大规模矩阵中,运算和存储都是非常困
难的.一个引人注目的解决方案是 2000年由Williams和 Seeger引入的 Nyström方法.

Nyström 方法是 1928 年由 Nyström 提出的对半正定矩阵导出低秩近似的方法. 对
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于一个半正定矩阵

D =

[
A S
ST Q

]
,

其中 A的秩为 𝑟 , 𝑘 < 𝑟 , A = U𝚺U⊤. A+𝑘 =
∑𝑘
𝑖=1 𝜎

−1
𝑖 U𝑖U⊤𝑖 ,记 R = [A S],则 D̂𝑘 = R⊤A+𝑘R

是 D的一个秩 𝑘 近似.

使用Nyström方法的思想,文献 [8]提出了半正定矩阵的低阶近似方法. 考虑 𝑐 > 𝑘 ,
在 G中以概率 𝑝𝑖, 𝑖 = 1, · · · , 𝑛独立同分布地选择 𝑐 个列,如果选中了第 𝑖 个列,则将其
除以 𝑐𝑝𝑖. 我们把这 𝑐个列合并得到 𝑛 × 𝑐矩阵 C. 同时,取出这 𝑐个行和列在 G中对应
的元素,得到一个 𝑐× 𝑐的子矩阵,并且对在第 𝑖个行,第 𝑗 个列的元素除以 𝑐

√
𝑝𝑖𝑝 𝑗 ,得到

的矩阵记为W. 取W𝑘 为W的 k维最佳低秩近似 (参考第2.2.4节),则 Ĝ𝑘 = CW+
𝑘C⊤ 为

矩阵 G的一个半正定的秩 𝑘 近似.

与利用复杂度为 𝑂 (𝑚𝑛(𝑚 + 𝑛)) 的奇异值分解直接生成矩阵的秩 𝑘 近似相比,这种
方法在计算和存储上都非常容易. 为了计算该矩阵, 我们只需要生成 𝑐 个随机数, 并且
在放缩运算中计算 𝑛𝑟 + 𝑟2 次. 要存储该矩阵,只需要存储矩阵 C和W+

𝑘 ,消耗的内存也
减少到 𝑛𝑟 + 𝑟2. 特别地,当 𝑟取常数时,计算和存储消耗都缩减到𝑂 (𝑛). 同时,文献 [8]证
明,这种方法导出的近似 Ĝ𝑘 以高概率接近矩阵最佳的秩 𝑘 近似 G𝑘 .

定理 3.5.1. ( [8],定理 3)
对于 𝑛 × 𝑛 维半正定矩阵 G, 取 𝑝𝑖 = 𝐺2

𝑖𝑖/
∑𝑛
𝑖=1𝐺

2
𝑖𝑖, 令 𝜖 > 0, 𝜂 = 1 +

√
8 log(1/𝛿),

𝑐 ≥ 64𝑘𝜂2/𝜀4,则

E
[

G − Ĝ𝑘




𝐹

]
≤ ∥G −G𝑘 ∥𝐹 + 𝜖

𝑛∑
𝑖=1

𝐺2
𝑖𝑖,

同时,如果 𝑐 ≥ 4/𝜀2,则

E
[

G − Ĝ𝑘




2

]
≤ ∥G −G𝑘 ∥2 + 𝜀

𝑛∑
𝑖=1

𝐺2
𝑖𝑖 .

当然, 这样导出的低秩近似是静态的, 不足以满足目前迭代的需要. 我们需要导出
一个可以动态更新的低秩近似. 文献 [43] 修改了上面介绍的随机选取若干列做近似的
思路,提出了一个可以满足动态更新要求的低秩近似算法.

假设现在的更新方式为 A𝑡+1 = 𝜆A𝑡 + (1 − 𝜆)𝛼𝑡𝛼⊤𝑡 . 选择一个随机正交测试矩阵
𝛀 ∈ R𝑛×𝑘 ,定义 A的近似 (sketch)为 Y = A𝛀 ∈ R𝑛×𝑘 . 定义 Â = Y( [𝛀⊤Y]𝑟 )†Y⊤,即为所
求 𝑟 阶近似. 此时, Y和测试矩阵 𝛀的大小为 𝑛𝑘 ,在迭代过程中,算法的空间复杂度仍
为 𝑂 (𝑛𝑘 + 𝑘2).
在每一步更新时,只需更新近似 Y,即 Y𝑡+1 = 𝜆Y𝑡 + (1 − 𝜆)𝛼t(𝛼⊤t 𝛀),计算次数为两

次矩阵向量乘和一次矩阵求和,复杂度为 𝑂 (𝑛𝑘). 最后,还原矩阵 A的近似时,使用奇异
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值分解计算 𝑘 阶矩阵的 𝑟 阶近似的逆的时间复杂度为 𝑂 (𝑘3),计算矩阵乘法的复杂度为
𝑂 (𝑛𝑘2).

总之,该方法的时间和空间复杂度基本不变. 同时,我们还能证明类似3.5.1的结果.

定理 3.5.2. ( [43],定理 4.1)

E


A − Â𝑟




1 ≤

(
1 + 𝑟

𝑘 − 𝑟 − 1

)
· ∥A − A𝑟 ∥1

E


A − Â𝑟




∞ ≤ ∥A − A𝑟 ∥∞ +

𝑟

𝑘 − 𝑟 − 1
· ∥A − A𝑟 ∥1

经过这些准备,我们可以给出完整的近似条件梯度增广拉格朗日算法.

3.5.3 算法原理

近似条件梯度增广拉格朗日算法求解的是标准形式的半定规划问题 (2.3.1),但是要
求其中一个等式约束为 I • X = 𝛼,即 Tr X = 𝛼. 定义 Δ𝑛 = {X : Tr X = 1,X ∈ S𝑛+}. 那么,
该约束与对称半正定的要求将 X限制在凸集 𝛼Δ𝑛 中,我们就能使用条件梯度法求解这
个问题.

近似条件梯度增广拉格朗日算法是基于经典的条件梯度增广拉格朗日算法的近似

加速. 因此, 我们先介绍经典的条件梯度增广拉格朗日算法, 随后介绍如何使用随机和
近似算法对其进行加速.

3.5.3.1 条件梯度增广拉格朗日算法

方便起见,我们定义算子 AX = [A1X, · · · ,AmX]⊤和其伴随算子 A∗z =
∑𝑚
𝑖=1 𝑧𝑖A𝑖.

原始问题的增广拉格朗日函数为

L𝛽 (X, y) = C • X + y⊤(AX − b) + 𝛽
2
| |AX − b| |2,

其中 X ∈ 𝛼Δ𝑛, 𝑦 ∈ 𝑅𝑑. 该函数关于 X的偏导数为

𝜕XL𝛽 = C + A∗y + 𝛽A∗(AX − b).

使用原始的增广拉格朗日方法5,问题的过程为

1. 初始化选取 X1 ∈ 𝛼𝚫𝑛, y1 ∈ R𝑑 和 𝛽0,随后循环执行下面的过程.
2. 原始步骤 X𝑡+1 ∈ arg min

{
𝐿𝛽 (X, y𝑡) : X ∈ 𝛼Δ𝑛

}
.

3. 对偶步骤 y𝑡+1 = y𝑡 + 𝛽(AX − b).
4. 𝛽 = 𝛽0

√
𝑡 + 1.

一般而言,该问题的主要困难在于求解 arg min
{
𝐿𝛽 (X, y𝑡) : X ∈ 𝛼𝚫𝑛

}
. 文献 [25] 注意到

𝛼Δ𝑛是一个凸集,因此使用条件梯度法近似求解该步骤.
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参考3.5.2.2给出的条件梯度法的一般过程,我们要在更新中求解线性化的 L𝛽 的最

小值,即求解
arg min

X′∈𝛼Δ𝑛

𝜕XL𝛽 (X𝑘−1) • X′.

将 𝜕XL𝛽 (X𝑘−1)简记为 D𝑡 ,则相当于求解

arg min
H∈𝛼Δ𝑛

{D𝑡 •H} = 𝛼 arg min
H∈Δ𝑛

{D𝑡 •H}.

注意到, D𝑡 和H都是实对称矩阵,因此,根据矩阵内积 (迹运算)的交换性,不妨设 D𝑡 , H𝑡

都是对角矩阵 (通过交换可以消去正交对角化带来的正交矩阵). 根据 H ∈ Δ𝑛,有 Tr H =

1, 𝜆𝑖 (𝐻) ≥ 0,∀𝑖, 从而 D𝑡 • H相当于对 D𝑡 的特征值的非负加权和, 因此最小值即为 D𝑡

的最小特征值 𝜆𝑛(D𝑡).同时, arg minH∈Δ𝑛
{D𝑡 •H}即为 conv(vv⊤ : D𝑡v = 𝜆𝑚𝑖𝑛v, | |v| | = 1).

因此, 根据上面的讨论, 我们只需要把条件梯度法结合到算法中, 即把第 2 步修改
为 X𝑡+1 = (1 − 𝜂𝑡)X𝑡 + 𝜂𝑡v𝑡v⊤𝑡 ,同时每次更新 𝜂𝑡 = 2/(𝑡 + 1). 其中, v𝑡 是 𝜕XL𝛽 (X𝑘−1) 的最
小特征值的任意特征向量. 同时,为了保证满足若干理论性质,作者把第 3步中的 𝛽𝑡 改

为了满足若干性质的 𝛾𝑡 ,并且要求在 | |y𝑡 | |过大时不再执行对偶步骤.

经过这些处理,我们就得到了经典的条件梯度增广拉格朗日方法.

定理 3.5.3. ( [25],事实 3.1)
使用条件梯度增广拉格朗日方法得到的序列 {X𝑡 : 𝑡 = 1, 2, 3, ...} ∈ 𝛼Δ𝑛满足

| |AX𝑡 − b| | ≤ Const
√
𝑡
, |C • X𝑡 − C • X∗ | | ≤

Const
√
𝑡
.

因此,为了生成一个 𝜖-近似最优解,我们只需要执行𝑂 (𝜖−2)次迭代.下面,我们讨论
如何使用近似和随机方法来进一步做加速.

3.5.3.2 近似加速

近似加速主要是用随机 Lanczos方法对求最小特征值和特征向量做加速和用 Nys-
tröm方法对迭代过程加速.

首先, 文章中, 作者采用了比较经典的随机 Lanczos 算法[44], 其可以保证在每一轮
仅使用 𝑂 (𝑛) 次计算的情况下, 𝑂 (log 𝑛) 次迭代内以高概率收敛到一个比较好的近似解
( [25],事实 4.1).

同时, 注意到, 我们上面提出的更新过程恰好满足使用3.5.2.3中提出的对动态更新
的半正定矩阵给出近似的条件. 因此, 我们可以直接使用上面的方法, 利用一个大小为
𝑛 × 𝑘 的测试矩阵 𝛀执行更新.这样,我们只需要更新目标矩阵 X的近似 S = X𝛀. 算法
步骤 3的更新 X𝑡+1 = (1 − 𝜂𝑡)X𝑡 + 𝜂𝑡v𝑡v⊤𝑡 可以通过计算 S = (1 − 𝜂𝑡)S + 𝜂𝑡v𝑡 (v⊤𝑡 𝛀) 执行.
内存消耗缩减为 2𝑘𝑛,计算一次更新则只需要执行 𝑂 (𝑘𝑛)次代数运算.
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在算法结束时, 我们还需要利用求出的近似还原出原始矩阵. 利用 Nyström 方法,
我们还原为 X̂ = S(𝛀⊤S)†S⊤即可.
把以上的方法组合起来,并且令 z𝑡 = AX同步迭代,即可得到以下算法.

Algorithm 6近似条件梯度增广拉格朗日算法[25]

输入: 缩放后的原始问题 (要求 | |𝐶 | |𝐹 = | |A| | = 𝛼 = 1, | |A1 | |𝐹 = · · · = | |A𝑚 | |𝐹 .)
1: 初始化 𝛽0 = 1, 𝐾 = +∞, z0 = 0𝑑, y0 = 0𝑑.
2: 生成 Nyström随机测试矩阵 𝛀.
3: for 𝑡 = 1, 2, . . . , 𝑇 do
4: 𝛽𝑡 = 𝛽0

√
𝑡 + 1, 𝜂𝑡 = 2/(𝑡 + 1).

5: 使用随机 Lanczos方法计算矩阵 C + A∗(y + 𝛽(z𝑡−1 − b)) 的近似最小特征值和特
征向量 [𝜉, v𝑡].

6: z𝑡 ← (1 − 𝜂𝑡)z𝑡−1 + 𝜂𝑡A
(
𝛼v𝑡v⊤𝑡

)
.

7: y𝑡 = y𝑡 + 𝛾𝑡 (z𝑡 − b).
8: 使用向量

√
𝛼v𝑡 和参数 𝜂𝑡 类似 z𝑡 更新 X𝑡 的近似 Z𝑡 .

9: end for
10: 利用 Z𝑇 重建近似解 X̂.

定理 3.5.4. ( [25],定理 6.3)
在原问题满足强对偶性时,通过适当选取近似的大小 𝑅,该算法以高概率在 𝑂 (𝜖−2)

次迭代内生成原问题的一个 𝜖-近似解的 𝜉-最优 r阶近似,使用的内存为 𝑂 (𝑚 + 𝑅𝑛),运
算次数为 𝑂 (𝜖−2(𝑚 + 𝑅𝑛) + 𝜖−2.5 log(𝑛/𝜖)).

而且, 2000年左右的一些关于半定规划问题的低秩解的研究进一步证明,稀疏的半
定规划问题本身甚至就保证了低秩解的存在性和唯一性,从而向我们暗示,该算法在低
秩问题上可能会有更好的表现.

定理 3.5.5. ( [45-46])
半定规划问题在实数域上必定有秩小于等于

√
2(𝑚 + 1) 的解,在复数域上必定有秩

小于等于
√
(𝑚 + 1)的解.

除了一个 C,A1, ...,Am 的零测集外,半定规划问题在实数域上必定有唯一秩小于等
于

√
2(𝑚 + 1)的解.
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第四章 半定规划问题在组合优化中的应用

第四章 半定规划问题在组合优化中的应用

本章中,我们主要介绍半定规划问题在的若干应用.我们主要介绍在组合优化中的
应用, 并且在最后一节概括一下半定规划在其它问题中的应用. 由于半定规划问题的
高效算法已经很成熟,所以在实践中,一种应用是直接把组合优化问题建模为半定规划
问题, 而更加广泛的应用则是利用半定规划问题近似求解困难的组合优化问题 (常为
NP-困难的).

4.1 直接把组合优化问题建模为半定规划问题

本节的内容主要参考 [47-48].

一般而言,组合优化问题的直接半定规划建模往往与图距离问题紧密关联. 假如我
们把 𝑛 个顶点的图 𝐺 上的顶点 𝑣1, · · · , 𝑣𝑛 映射为 𝑛 维向量 v1, · · · , v𝑛, 并且对内积做一
些要求,则自然地,我们可以取矩阵 V = [v1, · · · , v𝑛],及 X = V⊤V. 注意到,矩阵 V和半
正定矩阵 X的这种对应是唯一的 (利用正交分解) ,从而,原问题中对内积的约束可以转
化为对半正定矩阵 X的约束,得到一个半定规划问题.

4.1.1 图的最小单位距离表示问题

假设我们要求图 𝐺 的距离表示满足约束 |vi − vj | = 1,∀(𝑖, 𝑗) ∈ 𝐸 ,图的最小单位距
离表示问题即为求这种距离表示中向量的最大模长的最小可能值.

根据上面的方法, |vi − vj | = 1可以写做 X𝑖𝑖 + X 𝑗 𝑗 − 2X𝑖 𝑗 = 1,而 v𝑖 的模长就是 X𝑖𝑖.
因此,我们可以把这个问题写成一个2.3.3形式的半定规划问题

min 𝑤

s.t. A ⪰ 0

∀𝑖, A𝑖𝑖 ≤ 𝑤

∀(𝑖, 𝑗) ∈ 𝐸, A𝑖𝑖 − 2A𝑖 𝑗 + A 𝑗 𝑗 = 1.

该半定规划问题的解即为最大模长最小值的平方.

4.1.2 图的 Lovász theta函数

除了如上面的例子求解一些简单的优化问题以外,有时候,我们定义的优化问题的
解还可能具有组合意义.

1973 年, 为了求解香农熵问题, Lovász 在图上用半定规划问题定义了 Lovász theta
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函数 𝜗(𝐺),后来发现, 𝜗函数还具有很多独特的性质.

在图 𝐺 上,定义顶点集合 𝑆 ⊂ 𝑉 (𝐺) 为一个稳定集 (或称独立集),若其中任意两顶
点不相邻. 最大稳定集问题即求解图中有稳定集的最大可能顶点数量,是一个 NP完全
问题[49]. 图 𝐺 的最大稳定集问题的解记为 𝛼(𝐺).

𝜗函数定义的初衷是希望能够给出最大稳定集问题的一个上界,从而证明 Petersen
图的香农熵为

√
5. 具体而言,如果我们能够把图 𝐺 上的顶点 𝑣1, · · · , 𝑣𝑛映射为 𝑛维向量

v1, · · · , v𝑛, 并且保证如果任意两个顶点不相邻, 则其对应的向量正交, 则对任意单位向
量 c和任意稳定集 𝑆,由于 𝑆的顶点对应的向量相互正交,因此根据 Parseval不等式,我
们有 1 = | |c| |2 ≥ ∑

𝑖∈𝑆 (c · vi)2. 假设 𝜆 = min𝑖∈𝑆 (c · vi)2,则有 1 ≥ 𝜆 |𝑆 |,从而最大稳定集有
上界 1/𝜆.

由于这个上界对任意的满足上面条件的 c, vi都成立, Lovász提出,记 𝜗(𝐺) =

min
c,v𝑖

1/𝜆 = min
c,v𝑖

max
𝑖
(1/(c⊤vi))2

s.t. | |c| | = 1, | |v𝑖 | | = 1, v⊤i vj = 0,

则 𝜗(𝐺) ≥ 𝛼(𝐺). 并且, 由于上面的问题由于约束只与内积相关, 因此可以将其写成一
个半定规划问题. 记 V = [𝑣1, ..., 𝑣𝑛], X = V⊤V,则 1/(1 − 𝜗(𝐺)) =

max 𝑡

s.t.∀𝑖 ∈ [𝑛] X𝑖𝑖 = 1

∀(𝑖, 𝑗) ∉ 𝐸, X𝑖 𝑗 = 𝑡.

此外, Lovász 及其后续的工作还证明了 𝜗(𝐺) 的若干性质. 例如, 三明治定理[50]证

明 𝛼(𝐺) ≤ 𝜗(𝐺) ≤ 𝜒(𝐺).(𝜒 为图的色数), 随机图上的 𝜗(𝐺) 以概率 1 − 𝑜(1) 取到
[√𝑛, 2√𝑛][51].

4.2 导出组合优化问题的半定规划近似

本节的内容参考[52]第 12章.

事实上,半定规划问题更加广泛的应用是给出组合优化问题的松弛. 很多组合优化
问题的自然形式都是整数规划问题. 而在建模整数约束时,半定规划问题天然具有优势.
例如,整数约束 𝑥 ∈ {−1, 1} 可以写成二次形式 𝑥2 = 𝑥,从而与半定规划联系起来. 这种
联系一般是通过把向量嵌入高维空间建立的. 我们下面通过著名的最大割问题的例子
来解释如何获取这种联系.

最大割问题是一个常见的 NP完全[53]组合优化问题, 其目标为求解带权图 𝐺 的一

个顶点分割 𝑆 和 𝐺\𝑆,使得两个部分之间的边数最大. 不妨设图 𝐺 的顶点数量为 𝑛,则
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我们用变量 𝑥𝑖 ∈ {−1, 1}表示顶点 i在 𝑆还是 𝐺\𝑆中,则 1 − 𝑥𝑖𝑥 𝑗 就是边 (𝑖, 𝑗) 是否连接
在两个部分之间的表征. 从而,两个部分之间的边数可以表示为

1
2

∑
𝑖< 𝑗

𝑤𝑖 𝑗
(
1 − 𝑥𝑖𝑥 𝑗

)
,

其中, 𝑤𝑖 𝑗 为边 (𝑖, 𝑗)的权重.

因此,最大割问题可以表示为整数规划问题

max 1
2
∑
𝑖< 𝑗 𝑤𝑖 𝑗

(
1 − 𝑥𝑖𝑥 𝑗

)
s.t. ∀𝑖 ∈ [𝑛] 𝑥𝑖 ∈ {−1, 1}.

(4.2.1)

但是, 这样的等价转换并不能改变最大割问题是 NP-困难的本质, 我们必须对整数
规划问题做适当的松弛. 为此, 1991年, Lovász和 Schrijver[54]首先提出了整数规划问题
的投影法. 这个方法通过把变量松弛为高维向量或把约束松弛为半定约束,最终导出原
问题的松弛形式. 后续的大量工作则进一步发展了这两种松弛方法,一方面对更加广泛
的整数规划问题提出松弛,另一方面讨论各种松弛的强弱关系和等价性. 我们在4.2.1中
介绍这些工作.

此外,如果要求出原问题的近似解,那么还需要给出把松弛解舍入原问题解的技巧.
这方面最重要的工作是 Goemans, Williamson在 1995年提出的随机分离超平面方法[6].
他们基于该方法提出了最大割问题的 GW 算法, 到目前为止仍然是最大割问题的理论
保障最好的算法. 我们在4.2.2中介绍该工作.

4.2.1 组合优化问题的松弛

组合优化问题的半定规划松弛一般是通过整数规划的问题形式导出的. 不同性质
的组合优化问题导出的整数规划问题的难度有显著的不同, 主要体现在除了整数约束
之外是否有额外的约束上. 对于不同类型的额外约束,人们提出了不同的方法来解决.

4.2.1.1 无额外约束

最简单的整数规划问题除了变量是整数外没有额外约束. 这类问题的典型代表即
最大割问题4.2.1. 对于这类问题, 我们可以从三种不同的视角导出其半定规划松弛 (后
面更加复杂的问题也会涉及不同视角).

• 向量化视角[6,54]这种视角的主要思想是把整数变量松弛为高维向量.

1. 把整数规划和目标函数写成关于变量的二次形式, 从而问题转化为二次
规划问题. 例如, 𝑦𝑖 ∈ {−1, 1} 可以写成 𝑦2

𝑖 = 1, 𝑦𝑖 ∈ {0, 1} 可以写成 (𝑦𝑖 −
1
2)2 = 1

4 . 在目标函数中, 对于线性出现的 𝑦𝑖, 也可以类似地利用二次约束
写成 𝑦2

𝑖 的形式.
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2. 假设变量总数为 𝑛, 我们把每个变量松弛为 𝑛 维向量, 再仿照上面建模最
小单位距离问题的方法把向量内积的约束变成关于半正定矩阵的约束即

可. 假设松弛后的变量为 v1, · · · , vn,记 V = [v1, · · · , vn], X = V⊤V,则关于
vi内积的约束就转化对半正定矩阵 X的约束.

• 约束松弛视角[55] 这种视角主要是先把问题等价转化为带非半定约束的半定规

划问题,再适当松弛约束,得到松弛的半定规划问题. 与比较定势的向量化相比,
这个方法更加灵活,可以导出多种松紧不同的约束以供选择.

1. 把目标函数写成关于变量形如 x⊤Qx的形式,注意到其值等于 Q • (xx⊤).
2. 把半正定矩阵 𝑥𝑥⊤视为矩阵 X,利用关于 𝑥𝑖 的整数约束推出 (不是等价转
化)X的一系列半定规划形式的约束,从而得到原问题的半定规划松弛.

• 拉格朗日对偶视角[56] 这种视角直接把问题当成优化问题,用拉格朗日对偶方法
求解2.3.2.

1. 类似向量化视角的步骤 1,把整数规划约束和目标函数写成关于变量的二
次形式.

2. 对该问题求拉格朗日对偶,得到半定规划问题.

下面, 我们以最大割问题4.2.1为例解释如何使用这三种视角推导问题的半定规划
松弛.

在向量化视角下, 目标函数已经是二次的. 只需把 𝑛 个整数变量松弛为 v1, · · · , vn,
记 V = [v1, · · · , vn], X = V⊤V,问题的松弛即为

max 1
4
∑
𝑖, 𝑗 𝑤𝑖 𝑗 − 1

4X •W
s.t. X ⪰ 0, diag(𝑋) = 1𝑛.

(4.2.2)

而在约束松弛视角下,我们希望根据 𝑥𝑖 ∈ {−1, 1} 导出关于半正定矩阵 X = xx⊤ 的
若干性质,而且由于目标是提出半定规划问题,我们希望其尽量形如 Ai • X = (≤)𝑏𝑖. 常
见的性质包括

1. rank(X) = 1.
2. X𝑖 𝑗 ∈ {−1, 1}.
3. diag(X) = 1𝑛.
4. X2 = 𝑛X[55].
5. X𝑖 𝑗X 𝑗𝑘 = X𝑖𝑘

[55].

这些性质之间有很强的关系.例如,性质 1+3和原约束是等价的. 注意到,半正定矩阵 X
秩为 1当且仅当其可以分解为形如 xx⊤ 的形式,而性质 3又给出 𝑥2

𝑖 = 1,从而和原问题
等价. 若只选取性质 3,即可得到视角 1给出的松弛4.2.2. 文献 [55] 则利用性质 4, 5给
出了更强的半定规划松弛,但代价是把问题的维度进一步提升到 𝑛2 维上,并不实用. 因
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此,实际设计松弛问题时,需要在松弛问题的困难程度和近似度之间做好平衡.

在拉格朗日对偶视角下,我们首先把4.2.1的目标函数转化为二次形式min x⊤Wx,然
后把整数约束 𝑥𝑖 ∈ {−1, 1}转化为 𝑥2

𝑖 = 1,然后直接对这些约束引入拉格朗日乘子 𝜇𝑖,拉
格朗日函数为

𝐿 (𝜇) = min
x

x⊤Wx −
∑
𝑖

𝜇𝑖𝑥
2
𝑖 +

∑
𝑖

𝜇𝑖

= min
x

x⊤(W − Diag(𝜇))x +
∑
𝑖

𝜇𝑖 .

注意到,

min
x

x⊤(W − Diag(𝜇))x =


0 若W − Diag(𝜇) ⪰ 0,

−∞ 否则.

因此,其拉格朗日对偶为
max

∑
𝑖

𝜇𝑖 s.t. W ⪰ Diag(𝜇).

这是一个对偶形式的半定规划问题,且其对偶即为4.2.1.

4.2.1.2 含等式约束

很多组合优化问题关联的整数规划问题还额外包含若干等式约束, 如图分割问题
(Graph Partitioning),在最大割问题的基础上还额外要求分成的部分顶点数量相等. 由于
变量之间的等式约束无法转化为关于松弛向量的约束, 这类问题不能用向量松弛求解.
文献 [56]从拉格朗日对偶视角出发,对这类问题提出了一个通用的松弛方法.

1. 把整数约束更换为二次约束,如 𝑥𝑖 ∈ {0, 1}重写为 𝑥2
𝑖 = 𝑥𝑖. 把等式约束更换为关

于其范数的平方二次约束,如 Ax = b更换为 | |Ax − b| |2 = 0. 这样,问题的约束全
部转化为二次约束.

2. 写出二次规划问题的拉格朗日函数.
3. 对拉格朗日函数做齐次化.
4. 使用隐藏半定约束获得对偶半定规划问题.
5. 对对偶半定规划问题再做一次对偶,得到原问题的半定规划松弛.

我们以图分割问题为例解释这种方法. 设 𝐺 为带权 A的无向图.给定 𝑚1 ≥ 𝑚2 ≥
· · · ≥ 𝑚𝑘 ≥ 1. 图分割问题即把顶点集分为 𝑘 份,每份的顶点数量分别为 𝑚1, · · · , 𝑚𝑘 ,并
且最小化这些部分之间的权重和.

记 m = (𝑚1, · · · , 𝑚𝑘)⊤,我们选取 𝑛 × 𝑘 维矩阵 X为

X𝑖 𝑗 =


1 若𝑖 ∈ 𝑆 𝑗 ,

0 否则.
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显然, 任意的 𝑛 × 𝑘 维矩阵 X 对应一个分割当且仅当其同时满足三个约束, X𝑖 𝑗 ∈
{0, 1}, Xek = en, X⊤en = m. 注意到, (X⊤AX)𝑖𝑖 =

∑
𝑗 ,𝑘 X 𝑗𝑖A 𝑗𝑘X𝑘𝑖,这恰好计算了同属于图

的第 i个分割内部的边权重. 由于图内部所有边的权重和为定值,因此最小化顶点集之
间的权重和就相当于最大化内部的边权重. 这样,我们得到图分割题的整数规划表示

max
1
2

Tr X⊤AX

s.t. Xek = en

X⊤en = m

X𝑖 𝑗 ∈ {0, 1}.

下面我们导出其半定规划松弛. 根据步骤 1,我们首先把约束转化为二次形式

max
1
2

Tr X⊤AX

s.t. ∥Xek − en∥2 +


X⊤en −m



2
= 0

∀𝑖, 𝑗 X2
𝑖 𝑗 − X𝑖 𝑗 = 0.

根据步骤 2,对约束引入对偶变量 𝛼,W,我们写出拉格朗日函数

𝐵𝐺𝑃 =min
𝛼,𝑊

max
X

Tr
[
1
2

X⊤AX + 𝛼
(
eke⊤k X⊤X + X⊤ene⊤n X

)
+W⊤X ◦ X

−2𝛼
(
eke⊤n X +me⊤n X

)
−W⊤X

]
+ 𝛼

(
𝑛 +

∑
𝑖

𝑚2
𝑖

)
,

,

其中, X ◦ X是指 X的对应元素直接相乘得到的矩阵.

根据步骤 3,为了消去拉格朗日函数中引入的关于 X的一次项,我们引入新的约束
𝑥2 = 1,用 𝑥 作为系数,对拉格朗日函数做齐次化. 注意到,对二次函数而言一次项的系
数是 +1或-1不影响极值,因为任意解 X, −X具有对称性. 因此,

𝐵𝐺𝑃 =min
𝛼,𝑊

max
X

Tr
[
1
2

X⊤AX + 𝛼
(
eke⊤k X⊤X + X⊤ene⊤n X

)
+W⊤X ◦ X + 𝛿𝑥2

𝑥(−2𝛼
(
eke⊤n X +me⊤n X

)
) −W⊤X

]
+ 𝛼

(
𝑛 +

∑
𝑖

𝑚2
𝑖

)
− 𝛿.

(4.2.3)

根据步骤 4,我们利用二次问题的性质导出隐含二次规划问题. 由于现在 Tr算子内

部的内容是关于变量 X, 𝑥的二次函数,问题实际上形如 maxy y⊤Qy. 该二次问题的解为
0 若 Q ⪯ 0, y = 0时取得,

+∞ 否则.

根据这个条件,我们用 X的向量展开把4.2.3中 Tr的内部重整为上面 y⊤Qy的形式,即可
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导出原问题隐含的半定规划问题

min 𝛼
(
𝑛 +∑

𝑖 𝑚
2
𝑖

)
− 𝛿

s.t.

[
0 0
0 1

2I ⊗ A

]
+

[
𝛿 −1

2 (vec(𝑊))⊤

−1
2 (vec(W)) diag(vec(W))

]
+

𝛼

[
0 −(e + v)⊤

−(e + v)
(
eke⊤k I ⊗ I + I ⊗ ene⊤n

) ]
⪯ 0,

其中, 矩阵算子 vec 即把给定的矩阵按照列展开后得到的向量, ⊗ 为矩阵的 Kronecker
积, v = vec enm⊤.
最后, 按照步骤 5, 再求一次对偶即可得到原问题的半定规划松弛. 取 Y为对偶变

量,得对偶半定规划问题

max

[
0 0
0 1

2I ⊗ A

]
• Y

s.t. diag(Y) =
(
1,Y0,1:𝑛

)⊤
Y •

[
0 −(e + v)⊤

−(e + v)
(
eke⊤k I ⊗ I + I ⊗ ene⊤n

) ]
= 0

Y ⪰ 0.

4.2.1.3 含不等式约束

半定规划的方法很难推广到含一般不等式约束的组合优化问题上. 现有的工作一
般都是对于不等式约束仅包含关于变量的二次项的问题做讨论,如 [57] 等. 因此,对于
非二次约束问题, 一般需要先把约束转化或松弛为二次约束. 从约束松弛视角出发, 人
们提出了多种把线性约束松弛为二次约束的方法,下面列举其中三种最常见的方法.

• 对角提升利用整数规划的条件直接给出二次约束.例如,问题给定 𝑥𝑖 ∈ {0, 1},则
关于 𝑥𝑖 的线性约束, 如 a⊤x ≤ 𝑏, 可以直接转化为 a⊤ [x]2 ≤ 𝑏 ([x]2 ≜ x ◦ x =

[𝑥2
1, · · · , 𝑥2

𝑛]⊤).这样,对 x的约束转化为对矩阵 X = xx⊤的约束 Diag(a) • X ≤ 𝑏.
• 平方提升把线性约束 0 ≤ a⊤x ≤ 𝑏(一般组合优化问题的不等式会隐含一个非负
下界)松弛为 |a⊤x| ≤ b,从而有 (aa⊤) • (xx⊤) ≤ 𝑏2.与上面相同,即为关于 X的约
束 (aa⊤) • X ≤ 𝑏2.

• Lovász-Schrijver提升文献 [54] 提出,对任意 𝑗 ∈ [𝑛],直接对约束 0 ≤ a⊤x ≤ 𝑏
两边都分别乘以 𝑥 𝑗 和 1 − 𝑥 𝑗 ,得到关于 X的 2𝑛个不等式约束. 这种松弛无疑是
相当紧的,但是计算代价也很大.

这里, 我们需要阐述一个可能的误区. 由于整数约束必定有 𝑥2
𝑖 = 𝑥𝑖, 我们上面对 x

的二次转化单独看是等价的. 但是,我们的整体目标是对 x求解半定规划问题. 因此,我
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们之后将变量 xx⊤更改为 X时相当于又做了一步松弛. 因此,尽管关于 x的二次转化是
相同的,但是其视为关于 X的约束则有松有紧.

事实上,文献 [57]证明了这步松弛的相对误差有界.

定理 4.2.1. ( [57],定理 3.3)
假设 𝑚∗(A) = max

∑
𝑖 𝑗 A𝑖 𝑗𝑥𝑖𝑥 𝑗 s.t. B[x]2 ≤ c, 𝑚∗(A) = max

∑
𝑖 𝑗 A𝑖 𝑗𝑥𝑖𝑥 𝑗 s.t. B[x]2 ≤

c, 其将 𝑥𝑥𝑇 松弛为 X 后的问题的解记为 𝑠∗(A) = maxX⪰0,B𝑑 (X)≤c
∑
𝑖 𝑗 A𝑖 𝑗X𝑖 𝑗 , 𝑠∗(A) =

maxX⪰0,B𝑑 (X)≤c
∑
𝑖 𝑗 A𝑖 𝑗X𝑖 𝑗 ,则

𝑠∗(A) ≤ 𝑚∗(A) ≤ 𝑠1−𝛼∗ (A) ≤ 𝑠𝛼∗ (A) ≤ 𝑚∗(A) ≤ 𝑠∗(A),

其中 𝑠𝛼 = 𝛼𝑠∗ + (1 − 𝛼)𝑠∗.

此外,这步松弛也导致不同的松弛方法的松紧程度不同. 文献 [58] 证明,平方提升
的松弛比对角提升更紧,而 Lovász-Schrijver提升则比平方提升更紧.

我们以最大稳定集问题说明如何利用这些方法导出半定规划问题的松弛. 回忆上
一节的定义,图 𝐺 中的顶点集 𝑆 称为稳定的,若其中任意两个顶点互不相邻. 我们希望
求出顶点数量最大的稳定集.用 𝑥𝑖 ∈ {0, 1} 表示顶点是否在 𝑆 中,则最大稳定集问题的
整数规划形式为

max
𝑛∑
𝑖=1

𝑥𝑖

s.t.∀(𝑖, 𝑗) ∈ 𝐸 𝑥𝑖 + 𝑥 𝑗 ≤ 1

∀𝑖 ∈ [𝑛] 𝑥𝑖 ∈ {0, 1}.

注意到,整数约束 𝑥𝑖 ∈ {0, 1}等价于二次约束 𝑥2
𝑖 = 𝑥𝑖. 首先把目标函数转化为二次形式∑𝑛

𝑖=1 𝑥
2
𝑖 . 若定义 X = xx⊤,则目标函数改写为 I • X. 然后,利用以下三种方式转化线性不

等式约束.

1. 对角提升对任意 (𝑖, 𝑗) ∈ 𝐸 , 𝑥2
𝑖 + 𝑥2

𝑗 ≤ 1,即 Diag(e𝑖 + e 𝑗) • X ≤ 1.
2. 平方提升把约束两边平方,得到 𝑥2

𝑖 + 2𝑥𝑖𝑥 𝑗 + 𝑥2
𝑗 ≤ 1,即 (E𝑖𝑖 + E 𝑗 𝑗 + 2E𝑖 𝑗) • X ≤ 1.

3. Schirijver 提升 把每个约束扩展为 (𝑥𝑖 + 𝑥 𝑗)𝑥𝑘 ≤ 1 和 (𝑥𝑖 + 𝑥 𝑗) (1 − 𝑥𝑘) ≤ 1, 即
(E𝑖𝑘 + E 𝑗𝑘) • X ≤ 1,且 (E𝑖𝑖 + E 𝑗 𝑗 − E𝑖𝑘 − E𝑘 𝑗) • X ≤ 1.

最后,利用第4.2.1.1节的约束松弛视角,把整数约束也转化为关于 X的约束即可. 例如,
转化为 diag(X) = 1𝑛.

4.2.2 松弛解的舍入

上一节提出了众多方法来给出松弛问题, 但是松弛问题终归只是给出了原问题的
一个上/下界.如果我们想获得原问题的一个解,那么还需要给出把松弛解归约为原问题
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解的方法.目前唯一的松弛解舍入方法是由 [6]提出的随机分离超平面方法.

这个方法本身是基于向量化视角4.2.1.1提出的. 注意到,我们在松弛时是把整数变
量 𝑥𝑖 ∈ ±1松弛为 𝑛维向量 v𝑖,现在决定将 v𝑖还原为 +1还是 −1,实质上就是对向量集 v𝑖
做一个二分类问题. 最简单的分类就是直接用超平面分成两半 (支持向量机). 文献 [6]
提出, 在舍入时直接取随机单位向量 a, 计算 𝑥𝑖 = sign(a⊤v𝑖) 即可. 其中, sign即符号函

数,将非负数映射为 +1,负数映射为-1.

该方法最大的优点在于其舍入出的原始解有很好的理论保障. 具体而言,可以证明,
舍入解在期望上至少达到原问题最优解的 0.878倍. 我们下面详述该证明.

考虑权重非负的最大割问题4.2.1的松弛半定规划问题4.2.2. 假设松弛解为 X̂,我们
可以利用正交分解将其还原为 V̂ = [v̂1, ..., v̂n]. 根据约束 diag(X) = 1𝑛,即 |v𝑖 | = 1,我们
得到单位向量 v̂1, ..., v̂n. 现在,随机选取单位向量 a,并且令 𝑥𝑖 = sign(a⊤v̂i),则其为原始
问题题4.2.1的一组解,且其给出的目标函数值为 1

4
∑
𝑖, 𝑗 𝑤𝑖 𝑗 (1 − 𝑥𝑖𝑥 𝑗).

这里最关键的是注意到, 1−𝑥𝑖𝑥 𝑗 = 2 Pr(𝑥𝑖 ≠ 𝑥 𝑗). 而事件 𝑥𝑖 ≠ 𝑥 𝑗相当于随机向量 a和
v̂𝑖, v̂ 𝑗 的夹角一个大于 90度,一个小于 90度. 但是,由于 a是随机单位向量, Pr(𝑥𝑖 ≠ 𝑥 𝑗)
的期望值仅与 v̂𝑖, v̂ 𝑗 的夹角有关, 即 arccos(v̂𝑖 ,v̂ 𝑗 )

𝜋
. 取 𝛼 = min0≤ 𝜃≤𝜋

2
𝜋

𝜃
1−cos 𝜃 ≈ 0.878, 则

arccos(v̂𝑖 ,v̂ 𝑗 )
𝜋

≥ 𝛼 1
2 (1 − v̂⊤𝑖 v̂ 𝑗). 综上,有

Ea𝑤𝑖 𝑗

[
1
4

∑
𝑖, 𝑗

(1 − 𝑥𝑖𝑥 𝑗)
]
≥ 𝛼1

4

∑
𝑖, 𝑗

𝑤𝑖 𝑗 (1 − v̂⊤𝑖 v̂ 𝑗).

不等式右端即为 0.878 倍的松弛问题的目标函数值. 由于松弛问题的值大于等于原问
题,因此, GW算法舍入的解 𝑥1, · · · , 𝑥𝑛在期望上大于等于最佳值的 0.878倍.

事实上,有证据[59]表明 0.878可能是最大割问题的最好理论期望上界. 同时,这个舍
入技巧也被广泛用在其他基于半定规划问题的组合优化问题中, 例如文献 [60] 利用这
个技巧和一些统计方法给出了类似组合优化问题的下界,如带源和汇的最大割问题 (要
求某两个顶点必须不在同一个部分中)等.

不过,半定规划问题正在失去组合优化问题的求解方法的主流地位.这主要是因为
20世纪后组合优化问题的各种启发式算法开始蓬勃发展, 尤其是大量基于物理方法的
调整法、低秩方法[61]、连续化迭代法等[62]方法. 这些方法虽然没有半定规划松弛的理
论保障, 但是实际效果不论是近似度还是运算效率上都要好得多. 但是, 随着近年来半
定规划的低秩近似算法的提出3.5和一系列设计更高效半定规划松弛的方法的提出 (如
发掘问题的稀疏性和对称性[63]),半定规划有望重新在运算效率上追赶这些启发式算法.
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4.3 半定规划问题的其他应用

当然, 半定规划的应用是非常广泛的, 组合优化问题只是它最重要的应用之一. 下
面,我们列举半定规划问题在其它领域的应用,并给出相关综述和重要论文供读者参考.

• 通信、控制论文 [64-66],综述 [52]第十四、十五章.
• 随机优化、统计论文 [67],综述 [52]第十六章,十七章.
• 矩阵填充问题论文 [68-69],综述 [52]第十八章.
• 机器学习论文 [70],综述 [63].
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第五章 结论与展望

本文介绍了半定规划问题的基本形式与概念, 总结了半定规划问题的历史算法的
发展, 并选取其中具有代表性的四个算法做了介绍. 随后, 本文系统介绍了导出组合优
化问题的半定规划近似的技巧以及近似解的舍入技巧.
虽然半定规划问题在效率上逐渐落后于启发式算法, 但是近年来机器学习反哺的

对近似算法的研究让半定规划问题正在重新焕发生机. 笔者认为,目前半定规划领域的
发展主要集中在三个方向.

1. 拓展半定规划问题在实用领域的应用.
2. 利用问题特性, 对应用问题导出更加有针对性的半定规划近似, 如利用稀疏性

(3.5)、对称性 ( [63])等.
3. 仿照近似条件梯度增广拉格朗日算法,导出半定规划问题更加高效的算法.
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